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요   약 

 최근에는 Transformer 기반 모델들이 자연어 처리, 컴퓨터 비전 등의 다양한 분야에서 뛰어난 성능을 

보이며 많은 관심을 받고 있다. 그러나 Transformer 모델의 핵심 요소인 self-attention 연산은 연산량과 

메모리 사용량이 시퀀스 길이(Sequence length)에 대해 2차 복잡도로 증가하는 문제점을 갖고 있어, 긴 

시퀀스의 입력 처리에는 적합하지 않다. 이와 같은 문제를 해결하려는 기존 연구들은 attention 행렬의 

희소성을 활용하긴 하지만, 입력 시퀀스를 제대로 고려하지 못하거나 패턴 결정을 위한 추가적인 비용이 

발생하는 문제가 있다. 본 논문에서는 입력 시퀀스를 고려하고, 효율적으로 attention 패턴을 결정할 수 

있는 토큰을 모델에 도입함으로써 선형 복잡도를 가진 GiveTake Self-Attention (GT-SA) 연산을 제안한

다. 실험 결과, GT-SA는 Long Range Arena 벤치마크에서 기존 self-attention에 비해 약 0.18%의 성능 

하락만으로, 시퀀스 길이가 8192/4일 때 약 6.53배의 추론 성능 향상을 보여준다. 

1. 서  론 

  최근 Transformer [1] 기반 모델들이 자연어 처리와 컴퓨터 

비전 등 다양한 분야에서 높은 성능을 보이며 많은 관심을 

받고 있다. 특히, Transformer의 핵심 요소인 self-attention 

연산은 순차적 데이터의 모든 토큰 쌍 간의 관계를 

효과적으로 파악하여 입력 시퀀스의 정보를 압축하고 장거리 
종속성을 모델링한다. 그러나 self-attention의 연산량과 

메모리 사용량이 시퀀스 길이(Sequence length) 𝑛에 대해 2차 

복잡도 𝑂(𝑛!)으로 증가하는 복잡도로 인해, 긴 시퀀스 처리에 

있어서 제한적이다. 
  해당 문제를 완화한 효율적인 Transformer를 개발하기 위한 

여러 연구가 진행되어 왔다. 이러한 연구들은 주로 attention 

행렬의 희소성과 지역성을 중심으로 연산 효율을 높이기 위한 

방법을 모색하였다. 그 중에서도 window-based attention [2] 

등의 방법으로 고정된 패턴을 사용하거나, attention 행렬의 
관련된 토큰 쌍들만 연산하기 위한 패턴 학습에 집중하였다. 

하지만 이런 기존 연구들은 입력 시퀀스에 무관하게 작업을 

수행하여 특정 작업에서 성능 저하가 발생하거나 패턴을 

결정하기 위해 추가적인 오버헤드가 발생하는 문제점이 있다. 
이러한 문제에 주목하며, 본 논문은 다음과 같은 질문에 

초점을 맞춘다. “입력 시퀀스를 고려하면서 어떻게 최소한의 
오버헤드로 attention 패턴을 결정할 수 있을까?” 
본 논문에서는 위의 문제를 해결하기 위해 GiveTake Self-

Attention (GT-SA) 연산을 제안한다. GT-SA의 주요 특징은 
다음과 같다. 

• 입력 시퀀스에 학습 가능한 토큰을 추가하여 attention 

패턴 학습이 가능하도록 한다. 

• 데이터 구조의 재배열과 같은 추가적인 오버헤드를 

최소화하며, attention 연산만으로 입력 시퀀스를 

그룹화할 수 있는 효율적인 방법을 제공한다. 

• 레이어가 지나감에 따라 학습된 토큰이 입력 시퀀스에 

대한 정보를 축적할 수 있도록 하여, 입력 시퀀스를 
고려한 attention 패턴을 결정할 수 있도록 한다. 

이를 통해 GT-SA는 Long Range Arena (LRA) [3] 

데이터셋에서 기존 self-attention에 비해 약 0.18%의 성능 

하락만을 발생시키며, 8192의 시퀀스 길이와 4의 배치 

크기에서 약 6.53배의 추론 성능 향상을 보여준다. 
 

2. 배  경 

Self-attention. Transformer 모델의 핵심 요소인 self-

attention 기법은 내적을 통해 모든 토큰 쌍의 관계를 
파악하며, 그 유사성을 측정한다. 일반적으로, 𝑑차원의 𝑛개의 

토큰으로 이루어진 시퀀스 𝑋 ∈ 𝑅"×$ 는 𝑊% ∈ 𝑅$×$! , 	𝑊& ∈
𝑅$×$" , 	𝑊' ∈ 𝑅$×$# 의 세 가지 행렬을 이용하여 query, key, 
value로 사영(projection)된다. 

																	𝑄 = 𝑋𝑊%,								𝐾 = 𝑋𝑊& ,									𝑉 = 	𝑋𝑊'										(1) 
선형 사영 후, 유사성을 표현하는 attention 행렬 𝐴 ∈ 𝑅"×"는 

다음과 같이 계산된다. 

																																	𝐴 = softmax9
𝑄𝐾(

:𝑑)
;																																(2) 

Attention 행렬은 query와 key의 관계성을 내적을 통해 

표현하며, 최종 출력 값은 attention 행렬 𝐴와 𝑉의 곱으로 
얻어진다. 

																																																𝑂 = 𝐴𝑉.																																							(3) 
이처럼 Self-attention 연산은 query와 key간 유사성에 따른 

가중치를 이용하여 토큰의 표현 값을 가중 평균으로 계산한다. 

하지만, Eq.(2)와 Eq.(3)의 연산은 𝑂(𝑛!𝑑) + 𝑛!𝑑*)의 복잡도를 
가지며, 시퀀스의 길이 𝑛이 커짐에 따라 모델의 주요한 병목 

현상을 발생시킨다. 

Efficient Transformers. 많은 연구들이 Transformer 기반 

모델들이 긴 입력 시퀀스를 효율적으로 처리할 수 있도록 

attention 연산을 최적화하는 데 집중하였다. BigBird [4]는 
지역성에 중점을 둔 window-based attention에 전역성을 

위한 global attention과 random attention을 추가하여 

효율적인 선형 attention을 가능하게 하였다. 그러나 
이 논문은 2023년도 정부(과학기술정보통신부)의 재원으로 

정보통신기획평가원의 지원을 받아 수행된 연구임 (No.IITP-2017-

0-00914, 지능형 IoT 장치용 소프트웨어 프레임워크) 
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BigBird는 입력과 무관한 attention 패턴만을 사용하며, 입력 

시퀀스를 고려하지 못하고 window-based attention 연산을 
위해 메모리 구조의 재배열이 필요하다. Reformer [5]는 

토큰들의 유사성을 hashing 기법을 통해 근사하여 고정된 

개수의 버켓으로 나누고, 버켓 내의 토큰의 attention 

연산만을 수행하였다. 그러나 hashing 기법은 추가적인 
연산을 필요로 하며, 추론 시에 오버헤드를 발생시킨다. 본 

연구는 선형 attention 연산을 위해 최소한의 오버헤드로 입력 

시퀀스를 반영할 수 있는 attention 패턴을 결정하는 토큰을 

학습함으로써 이러한 문제를 해결하고자 한다. 

Self-attention using learnable Queries and Tokens. Patch 
Merger [6]와 GPViT [7]는 관련된 입력 토큰을 그룹화할 수 

있는 추가적인 query를 학습함으로써, 입력 시퀀스 길이에 

따른 계산량을 줄이거나 그룹 정보를 효과적으로 전파할 수 

있음을  학습된 query들은 입력 시퀀스에서 관련된 토큰을 

그룹화하도록 훈련되어, attention 연산을 효율적으로 수행하는 
기회를 제공할 수 있음을 보여주었다. 그러나, 학습된 

query들은 입력 컨텍스트에 대한 정보 없이 각 인코더 

레이어에 의존하게 되고, 입력 컨텍스트를 고려하지 않은 

그룹화는 모델의 성능을 저하시킬 수 있다.  이를 해결하기 
위해 GiveTake Self-Attention은 학습 가능한 query를 입력 

컨텍스트를 반영하는 학습 가능한 토큰으로 확장한다. 학습된 

토큰은 query와는 달리 레이어에 종속되지 않고 인코딩된 

정보를 축적함으로써 다음 레이어에서 입력 시퀀스를 

고려하여 그룹화하는 것을 가능하게 한다. 

3. GiveTake Self-Attention (GT-SA) 

이 절에서는 GT-SA의 전체적인 구조와 self-attention 

연산의 근사 방법에 대해 설명한다. GT-SA는 모든 토큰 간의 

유사도를 직접 계산하는 대신, 학습된 토큰을 활용해 입력 

시퀀스의 관계를 근사화한다. GT-SA의 구조는 그림 1과 같이 

입력 시퀀스의 정보를 인코딩하는 Take attention과 인코딩된 
정보를 디코딩하는 Give attention 두 부분으로 나뉜다. 

학습된 토큰은 Take attention을 통해 인코딩된 토큰 정보를 

다음 레이어의 입력으로 사용하여 입력 시퀀스의 컨텍스트를 

파악하는데 활용된다. 𝑑 차원의 입력 시퀀스의 길이를 𝑛 , 
학습된 토큰의 개수를 𝑝로 정의할 때, 입력 시퀀스의 표현을 

𝑋+ ∈ 𝑅"×$ 학습된 토큰의 표현을 𝑋, ∈ 𝑅-×$ 로 나타낸다. GT-

SA의 입력 시퀀스는 query, key, value로 사영되며, 학습된 

토큰은 query와 key로 사영된다. 
																						𝑄+ = 𝑋+𝑊%, 𝐾+ = 𝑋+𝑊& , 𝑉+ = 𝑋+𝑊'													(4)						

		𝑄, = 𝑋,𝑊%,									𝐾, = 𝑋,𝑊&							 
Take attention. Take attention은 학습된 토큰을 이용하여 입력 
시퀀스에서 토큰 그룹의 정보를 효율적으로 인코딩하는 

과정이다. 학습된 토큰과 연관된 토큰을 그룹화하는 과정은, 

학습된 토큰을 query로, 입력 시퀀스를 key로 사용하는 

attention 연산을 통해 이루어진다. 그림 2.(a)와 같이, Take 

attention 연산을 통해 그룹 정보는 𝑌, ∈ 𝑅-×$로 취합된다. 

							𝑌, = Attention(𝑄, , 𝐾+ , 𝑉+) = softmax9
𝑄,𝐾+(

√𝑑
;𝑉+ ,										(5) 

결과적으로 취합된 그룹 정보 𝑌,은 학습된 토큰과 attention 
연산을 통한 유사도로 가중치를 계산한 후, 입력 시퀀스의 

가중합으로 연산된다. 

Give attention. Give attention은 그림 2.(b)와 같이, Take 

attention을 통해 인코딩된 토큰 정보를 입력 시퀀스의 
토큰들에게 재분배하는 과정이다. 이 재분배 과정은 입력 

시퀀스를 query로, 학습된 토큰을 key로 사용하는 디코딩 

과정을 거친다. Give attention 연산을 통해 토큰의 그룹 

정보는 𝑌+ ∈ 𝑅"×$로 배분된다. 

													𝑌+ = Attention(𝑄+ , 𝐾, , 𝑌,) = softmax9
𝑄+𝐾,(

√𝑑
;𝑌, ,														(6) 

Take attention의 출력 𝑌,과 Give attention의 출력 𝑌+는 선형 
레이어를 지나 각각 학습된 토큰과 입력 시퀀스에 축적된다. 

레이어가 지날수록 학습된 토큰에 인코딩 된 정보가 쌓이며 

입력 시퀀스를 고려한 패턴을 attention 연산을 통해 결정할 

수 있다. 

GiveTake self-attention. 결과적으로 GT-SA는 그림 3.(a)와 

같이 모든 토큰간의 관계를 고려하는 일반적인 self-

attention의 연산을 정보를 인코딩하는 Take attention과 

디코딩하는 Give attention으로 나누어서 수행한다. 그림 
3.(b),(c)는 GT-SA를 DeiT-small[8] ImageNet-1k 

 
[그림 1] GT-SA 구조 

 
[그림 2] GT-SA 시각화 

 
[그림 3] GT-SA의 attention map 
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데이터셋에 적용하여 나타낸 attention map의 모습이다. 이는 

Take, Give attention map을 보여주며, 두 attention의 연산을 

통해 Give×Take의 attention map을 보여준다. 3.(b)는 근사된 
attention map이 대각화되어 기존 attention의 지역성의 패턴 

근사하는 모습을 보여준다. 또한 3.(c)는 근사된 attention 

map이 특정 패치에 집중되는 전역성의 패턴을 보여준다. 

결과적으로 학습된 토큰이 지역성과 전역성의 패턴을 근사할 

수 있음을 나타낸다. 두 과정은 데이터 구조의 재배열이나 
추가적인 hashing 과정 없이 단순한 attention 연산만으로 

진행되므로 효율적으로 self-attention을 수행할 수 있다. 

Computational complexity. GT-SA의 연산 복잡도를 분석하면, 

Take attention의 경우 𝑆𝑜𝑓𝑡𝑚𝑎𝑥Q𝑄,𝐾+(R × 𝑉+  연산으로 𝑂(𝑛𝑙𝑑), 
Give attention의 경우 𝑆𝑜𝑓𝑡𝑚𝑎𝑥Q𝑄+𝐾+(R × 𝑌, 로 인한 𝑂(𝑛𝑙𝑑)의 

복잡도를 가진다. 총 연산의 복잡도는 𝑂(𝑛𝑙𝑑) 의 복잡도를 

가지며, 시퀀스의 길이가 학습된 토큰보다 긴 경우 (𝑛 ≫ 𝑙)를 

고려하면, 연산의 복잡도는 𝑂(𝑛)이며, 입력 시퀀스의 길이에 

대한 선형 복잡도를 가진다. 

4. 실험 결과 
4-1. 실험 환경 

Tasks and Datasets. GT-SA의 성능을 검증하기 위해 긴 

시퀀스의 시나리오의 성능을 검증할 수 있는 Long Range 

Arena (LRA) [3] 벤치마크를 사용한다. 모델의 정확도는 LRA 
벤치마크의 테스트 세트에서 분류 정확도로 측정하였으며, 

추론 시간은 하나의 NVIDIA-RTX3090 GPU에서 시퀀스 

길이에 따른 지연 시간을 보고한다. 

Baselines and Implementation Details. 모델의 성능을 

비교하기 위해 2차 복잡도를 갖는 일반적인 vanilla self-
attention[1] 모델, 그리고 Efficient Transformer 모델인 

Bigbird[4]와 Reformer[5]를 비교한다. 공정한 비교를 위해 

transformer의 다른 설정들은 동일하게 유지하며 attention 

모듈만을 변경하여 실험하였다. 정확도 실험에서는 
embedding dimension, hidden dimension, attention head의 

개수가 각각 64, 64, 2인 2-layer transformer를 사용하였다. 

유사한 연산 복잡도를 위해  GT-SA는 256개의 학습된 

토큰을 사용하였으며, Bigbird는 64의 block-size, Reformer는 

2개의 hashing function을 사용하였다. 추론 시간을 측정하기 
위한 실험에서는 transformer baseline model [1]에서 

attention 연산만을 변경하여 수행하였다. GT-SA의 부족한 

지역성을 파악하기 위해 GT-SA(dw)에서는 depth-wise 

convolution을 추가하여 수행한다. 
4-2. 실험 결과 

표 1은 LRA 데이터셋에서의 실험 결과를 보여준다. GT-SA는 

baseline self-attention과 비교했을 때 거의 동일한 성능(-

0.18%)을 보여준다. 반면, 다른 선형 self-attention 모델인 

Bigbird와 Reformer와 비교했을 때 각각 +0.26%, +3.54%로 
상대적으로 높은 성능을 보여준다. 특히 GT-SA는 retrieval 

작업에서 baseline에 비해 높은 결과를 보였다. Retrieval 

작업은 전체 언어 문장의 인코딩 능력을 평가하는 것으로, 

GT-SA 모델은 학습된 토큰을 통해 전역 정보의 인코딩 

능력이 뛰어남을 확인할 수 있다. 그러나 지역 정보가 중요한 

Text 데이터셋에서는 상대적으로 낮은 성능을 보였고, Depth-

wise convolution을 추가함으로써 성능이 향상되는 모습을 
보여준다. 그림 4는 각 Transformer에서 총 토큰 개수를 

일정하게 유지하면서 입력 시퀀스의 길이에 따른 추론 시간을 

보여준다. Vanilla self-attention에서는 self-attention 연산의 

2차 복잡도로 인해 입력 시퀀스 길이가 늘어남에 따라 추론 

시간이 증가하지만 GT-SA는 선형 복잡도로 인해 일정하게 
유지되는 것을 확인할 수 있다. 최종적으로 GT-SA에서는 

시퀀스 길이가 8192/4일 때 vanilla Transformer에 비해 약 

6.53배의 성능 향상을 보여준다. BigBird와 Reformer는 

데이터 구조의 재배열과 hashing 함수로 인해 오버헤드가 
발생하여 GT-SA보다 긴 추론 시간을 가지는 것을 확인할 수 

있다. GT-SA는 학습 가능한 토큰을 통해 효율적인 Self-

attention이 가능하다는 것을 보여준다. 

5. 결론 

본 논문에서는 학습된 토큰을 이용하여 선형 복잡도에서 
효율적인 self-attention을 수행하는 GiveTake Self-Attention 

(GT-SA)를 제안하였다. GT-SA는 vanilla self-attention과 

유사한 성능(-0.18%)을 유지하면서, 시퀀스 길이가 8196/4일 

때 약 6.53배의 추론 성능을 향상을 보여준다. 
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[표 1] LRA 데이터셋 정확도 

 
[그림 4]시퀀스 길이에 따른 추론 시간 
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