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Tensor-Train Decomposition을 적용한 
임베딩 레이어를 위한 연산 최적화 기법 
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Embedding Layer)
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요 약 개인 맞춤형 추천 시스템은 일상에 녹아 들어있다. 하지만 딥 러닝 기반 추천 시스템 모델에서 

임베딩 레이어는 과거 유저가 상호 작용하는 아이템 수가 늘어남에 따라, 임베딩 테이블의 메모리 사용량

이 늘어 산업용 AI 데이터 센터의 리소스 대부분을 차지하고 있다. 이 문제를 극복하기 위한 해결책 중 

하나는 심층 신경망에서 유망한 압축 기법인 Tensor-Train (TT) 분해이다. 본 연구에서는 TT-분해 기

법이 적용된 임베딩 레이어의 연산인 Tensor-Train Gather and Reduce (TT-GnR)에서 발생하는 불필

요한 연산에 관해 분석하고 이를 해결하기 위해 아이템 벡터들을 하나로 묶는 연산 단위인 그룹을 정의하

고 그룹 단위로 연산하여 불필요한 연산을 줄이는 Group Reduced TT-Gather and Reduce (GRT-GnR) 

연산을 제안한다. 실험을 통해 기존 TT-GnR 연산에 비해 latency가 41% 감소한다.

키워드: 개인화 추천 시스템, 임베딩 테이블, Tensor-Train 분해 기법, 연산 최적화

Abstract Personalized recommendation system is ubiquitous in daily life. However, the huge 

amount of memory requirement to store the embedding tables used by deep learning-based 

recommendation system models is taking up most of the resources of industrial AI data centers. To 

overcome this problem, one of the solutions is to use Tensor-Train (TT) decomposition, is promising 

compression technique in deep neural network. In this study, we analyze unnecessary computations in 

Tensor-Train Gather and Reduce (TT-GnR) which is the operation of embedding layer applied with 

TT decomposition. To solve this problem, we define a computational unit called group to bind the item 

vectors into a group and propose Group Reduced TT-Gather and Reduce operation to reduce 

unnecessary operations by calculating with groups. Since the GRT-GnR operation is calculated in 

groups, computational cost varies depending on how item vectors are grouped. Experimental results 

showed that the GRT-GnR operation had a 41% decrease in latency compared to conventional 

TT-GnR operation.

Keywords: personalized recommendation system, embedding table, Tensor-Train decomposition, 

optimizing operation
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1. 서 론

개인 맞춤형 추천 시스템 [1], [2]은 요즘 산업 AI 데

이터 센터에서 어디서나 볼 수 있다. 전자상거래, 소셜 

네트워킹, 콘텐츠 추천 등의 다양한 애플리케이션 분야

에서 이러한 시스템들이 활용되며, 이에 따라 AI 데이

터 센터의 자원 대다수가 개인화된 추천 시스템에 쓰이

게 된다. 한 편, 유저와 수백만 개의 아이템 간의 상호 

작용하는 입력을 활용하기 위해 딥 러닝 기반 추천 모

델은 임베딩 테이블당 lookup (gather) 연산 및 pooling 

(reduce) 연산을 진행하는 임베딩 레이어를 사용한다. 

이는 유저가 상호 작용하는 아이템을 임베딩 테이블에 

임베딩 벡터 형태로 저장해두어야 하기 때문에 유저와 

아이템 간의 상호작용이 늘어남에 따라, 저장해야하는 

아이템 수가 증가하여 결국, 임베딩 레이어에서의 메모

리 사용량은 크게 증가하고 있다.

임베딩 레이어의 메모리 사용량을 줄이기 위해, 

TT-Rec [3]에서는 Tensor-Train (TT) 분해 기법을 사

용하였다. TT-분해 기법 [4]은 크기가 큰 텐서를 여러 

개의 크기가 작은 텐서인 TT-core로 분해하는 기법이다. 

이는 정확도 손실이 적은 반면 매우 높은 압축률로 인해 

심층 신경망에서 자주 사용되는 fully-connected (FC) 

레이어 [5]에서 사용되어왔던 유망한 압축 기술이다. 임베

딩 레이어에서 역시 TT-분해 기법을 이용하여 메모리 

사용량을 줄이는 데 성공하였으나, 임베딩 레이어만의 고

유한 연산으로 인해 기존 임베딩 레이어보다 연산량이 기

하 급수적으로 증가하였다. 임베딩 레이어에서는 Gather 

and Reduce (GnR) 연산을 수행한다. Gather 연산은 유

저가 상호 작용하는 아이템(임베딩) 벡터를 임베딩 테이

블에서 접근하며, gather 연산 후 접근된 아이템 벡터들

을 벡터 합 연산을 통해 하나의 벡터로 축소하는 reduce 

연산을 진행한다. 반면, 임베딩 레이어에서는 reduce 연

산보다 유저가 상호 작용하는 여러 개의 아이템 벡터들을 

접근하는 gather 연산이 많이 수행된다. 이는 불규칙적인 

메모리 접근이 발생하여 임베딩 레이어를 메모리 집약적

으로 만든다. 

한편, TT-분해 기법을 적용한 임베딩 레이어인 

TT-임베딩 레이어에서는 임베딩 테이블이 여러 개의 

작은 TT-core로 분해되어 하나의 아이템 벡터를 접근

하는 게 아닌 복원하는 과정이 필요하다. 이 때, 아이템 

벡터를 복원하기 위해서는 TT-core 간 general matrix 

matrix multiplication (GEMM) 연산인 TT-gather를 

수행하게 된다. 이에 따라, gather 연산이 TT-gather 

연산으로 대체됨에 따라 메모리 집약적인 연산이 계산 

집약적인 연산으로 변한다. 또한, TT-gather 연산은 각 

유저가 상호 작용하는 아이템 벡터들을 개별적으로 복

원하는 과정에서 인접한 임베딩 벡터 간에 연산이 중복

되는 문제점을 가진다. 예를 들어, 임의의 유저가 아이

템 0과 아이템 1을 같이 상호 작용한다고 할 때, 두 아

이템을 복원하는 과정에서 마지막 TT-core를 제외한 

나머지 TT-core들은 동일한 TT-core 간 GEMM연산

이 수행되지만, 각 아이템 복원을 개별적으로 수행하기 

때문에 연산이 중복하여 발생한다. 이는 유저당 상호 작

용하는 아이템 벡터의 평균 개수인 pooling factor가 증

가할 수록 많이 발생하여 TT-GnR 연산의 latency를 

증가시킨다.

TT-gather 연산으로 인해 증가한 연산량을 완화시키

기 위해, TT-Rec에서는 적은 개수의 아이템을 대다수

의 유저가 선호한다는 점에서 착안하여 소프트웨어 캐

시를 제안한다. 소프트웨어 캐시는 대다수의 유저가 접

근하는 소수의 아이템 벡터를 TT-분해 기법을 적용하

지 않고 저장하여 이에 필요한 연산량을 감소시킨다. 하

지만 pooling factor가 큰 환경에서 소프트웨어 캐시를 

사용하면, 소프트웨어 캐시의 메모리 사용량 대비 연산

량 감소율이 TT-Rec에서의 환경보다 적고 단순히 많

이 접근되는 아이템 벡터의 연산량만을 줄여 주기 때문

에 TT-GnR 연산에서 중복적으로 발생하는 TT-gather 

연산을 제거하는 근본적인 해결책이 되지 못한다.

본 연구에서는 pooling factor가 큰 환경에서 중복적

으로 발생하는 TT-gather 연산을 분석하고 문제점을 

지적한다. 그 후, 아이템 벡터들을 조합하여 연산하는 

새로운 연산 단위인 그룹을 정의하고 아이템 벡터를 그

룹 단위로 연산할 수 있도록 하는 Group Reduced 

TT-Gather and Reduce (GRT-GnR) 연산을 제안한

다. GRT-GnR 연산은 총 세 가지 연산 intra-group 

reduce 연산, TT-gather 연산, inter-group reduce 연

산을 수행한다. 이는 여러 개의 연속적인 GEMM 연산 

후 벡터 합을 진행할 때, 분배 법칙이 성립한다는 수학

적 이론을 기반으로 그룹 단위의 아이템 벡터들을 미리 

더한 뒤 TT-gather 연산을 진행함으로써 불필요한 연

산을 제거한다. 기존 TT-GnR 연산은 각 유저가 접근

하는 아이템 벡터의 개수에 따라 TT-gather 연산이 선

형적으로 증가하였지만, GRT-GnR 연산은 각 유저가 

접근하는 그룹 수에 따라 TT-gather 연산을 감소시킬 

수 있다.

한 편, GRT-GnR은 그룹 단위로 연산하기 때문에 아

이템 벡터들을 어떻게 조합하는지에 따라 TT-gather 

연산의 횟수가 달라지게 된다. 우리는 Amazon Review 

데이터셋에서 아이템 벡터를 무작위로 그룹화하였을 때

와 자주 접근되는 아이템 벡터 순으로 정렬하여 차례로 

그룹화하는 정렬 알고리즘을 비교하는 실험을 통해 

GRT-GnR 연산에서 TT-gather 연산이 얼마나 줄어드

는 지를 확인한다. 실험 결과, 정렬 알고리즘을 적용한 
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GRT-GnR 연산은 TT-GnR 연산에 비해 latency가 

42.3% 감소한다.

본 논문의 2장에서는 개인화 추천 시스템에서 사용되

는 임베딩 레이어와 TT-분해 기법에 관해 설명하고, 3 

장에서는 TT-임베딩 레이어를 분석하고 문제점을 지적

한다. 4장에서는 새로운 연산 단위인 그룹에 관해 정의

하고 그룹 단위로 연산을 수행하는 GRT-GnR 연산에 

관해 서술한다. 5장에서는 실험을 통해 GRT-GnR 연산

의 latency 감소량을 통해 GRT-GnR 연산의 성능을 

검증한다. 6장에서는 결론을 제시한다.

2. 배 경

2.1 임베딩 레이어

딥 러닝 기반 개인화 추천 시스템은 유저의 개인 특

성과 이전 아이템과의 상호 작용을 기반으로 아이템 순

위를 예측한다. 많은 유저와 아이템 간의 상호 작용을 

정확하게 예측하기 위해 개인화 추천 시스템은 임베딩 

레이어를 사용하는데, 이는 임베딩 테이블을 이용하여 

과거 유저가 선호했던 아이템을 기반으로 특징을 추출

하도록 설계되었다. 

그림 1과 같이, 임베딩 레이어는 gather 연산과 reduce 

연산으로 이루어져 있다. Gather 연산을 통해 임베딩 

테이블에서 유저가 선호한 아이템(임베딩) 벡터를 접근

하고 접근한 아이템 벡터들을 벡터합을 통해 하나의 벡

터로 축소하는 reduce 연산을 진행한다. 

심층 신경망에서 자주 사용되는 fully-connected 

(FC) 레이어와 비교하였을 때, FC 레이어는 GEMV 연

산을 통해 특징을 추출하는 데 반면, 임베딩 레이어는 

단순한 벡터 합 연산이기에 연산량이 많지 않고 불규칙

적인 메모리 접근을 발생시키는 gather 연산을 많이 수

행하기 때문에 메모리 집약적이다.

또한, 과거 유저들이 접근한 아이템 벡터들을 저장하

는 임베딩 테이블로 인해 임베딩 레이어의 메모리 사용

량이 GB에서 TB까지 늘어난다. 이로 인해, 딥 러닝 기

반 개인화 추천 시스템 모델을 단일 GPU나 NPU를 사

용하여 가속할 수 없는 문제점이 있다. TT-Rec에서는 

Tensor-Train 분해 기법을 사용하여 약간의 모델의 정

확도 저하로 임베딩 레이어의 메모리 사용량을 200~300

배 가량 줄였다.

2.2 Tensor-Train 분해 기법

Tensor-Train (TT) 분해 기법은 딥 러닝 모델의 가

중치의 메모리 요구 사항을 줄이기 위한 효율적인 근사 

방법이다. TT 분해의 핵심은 메모리를 많이 차지하는 

텐서를 TT-core라고 불리는 작은 크기의 3차원 텐서의 

집합으로 분해하는 것이다. 만약 d차원 텐서인 𝓐∈
𝕉n1×n1×…×nd에 TT 분해 기법을 적용하면 d개의 3차원 텐

서인 TT-core 𝓖k∈𝕉rk×nk×rk+1, k=1, 2,…,d로 분해되고 텐

서 𝓐는 아래와 같은 식으로 복원된다.

(1)

이 때, 𝓖k[ik]∈𝕉rk×rk+1는 k번째 TT-core 𝓖k의 i번째 

슬라이스를 나타내고 rk는 TT-core의 rank (TT-rank)

를 나타낸다. TT-rank는 값에 따라 기존 텐서를 얼마

나 잘 복원할 수 있는 지를 나타낸다. 따라서, nk의 크기

와 압축률에 따라 결정되지만 일반적으로 모든 TT-rank

의 크기를 동일하게 8, 16, 32로 고정하여 사용한다.

임베딩 테이블에 적용하기 위해 TT 분해 기법은 행

렬 W∈𝕉M×N에도 적용될 수 있도록 일반화가 가능하다. 

먼저 M과 N을  ∏  
 와   ∏  

 로 분해하

면 행렬 W는 W∈𝕉(m1×n1)×…×(md×nd)로 나타낼 수 있다. 

이 후, 행렬 W에 TT 분해 기법을 적용하면 d개의 4차

원 텐서인 TT-core 𝓖k∈𝕉rk×mk×nk×rk+1, k=1, 2,…,d로 분해

되고 행렬 W는 아래와 같은 식으로 재구축된다.

(2)

이 때, 𝓖k[jk, ik]∈𝕉rk×rk+1는 k번째 TT-core 𝓖k의 (jk, 

ik)번째 슬라이스를 나타내고 rk는 TT-core의 rank를 

나타낸다. 앞 선 수식들에 의해 임베딩 테이블의 메모리 

요구량은 N×M에서 ∑  
  (ri×ri+1×ni×mi)로 감소하여 

TT 분해 기법을 유망한 압축 방법으로 만든다.

그림 2는 106개의 아이템 벡터를 가진 임베딩 테이블

이 TT-분해 기법에 의해 rank들이 각각 1, 8, 8, 1인 3

그림 1 임베딩 레이어에서의 Gather와 Reduce 연산

Fig. 1 Gather and reduce operation in embedding layer

그림 2 Tensor-Train 분해 기법

Fig. 2 Tensor-Train decomposition
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개의 TT-core로 분해된 모습을 나타내고 있다. 임베딩 

테이블에서 106개의 행은 각각의 TT-core의 100개의 

행으로 쪼개어지고 아이템 벡터의 차원인 64는 4, 4, 4

로 쪼개어지게 된다. 이를 통해 원래 64×106 크기의 임

베딩 테이블이 전체 32*103 크기의 3개의 TT-core로 

메모리 사용량을 2000배 줄일 수 있다.

3. Tensor-Train 임베딩 레이어

기존 임베딩 레이어와 Tensor-Train (TT) 임베딩 

레이어의 차이점은 gather 연산이 TT-gather 연산으로 

대체된다는 점이다. 우리는 이 절에서 TT-임베딩 레이

어의 연산인 TT-gather and reduce (TT-GnR) 연산

을 설명하고 TT-gather 연산이 중복적으로 발생하는 

이유를 서술한다. 마지막으로 TT-Rec [3]에서 제안한 

소프트웨어 캐시가 pooling factor가 큰 환경에서 TT-

임베딩 레이어의 연산량을 큰 폭으로 줄이지 못한다는 

것을 실험적으로 증명한다.

3.1 Tensor-Train Gather and Reduce 연산

TT-Rec은 TT-분해 기법을 사용하여 임베딩 테이블

의 메모리 사용량을 효과적으로 감소시켰다. 임베딩 테

이블 W∈RM×N가 TT-분해 기법에 의해 d개의 

TT-core로 분해되면서, 하나의 아이템 벡터를 접근하

는 연산인 gather 연산이 d개의 TT-core 간 GEMM 

연산인 TT-gather 연산으로 대체된다. 이는 임베딩 테

이블이 d개의 TT-core로 분해되면서 하나의 아이템 벡

터를 복원하기 위한 연산이다. 만약, i번째 아이템 벡터

는 다음과 같은 식으로 복원된다.

(3)

Gk[ik]∈R(rk×mk×rk+1)은 k번째 TT-core의 ik번째 슬

라이스를 나타내며 ∑  
 ∏    

 nc이다. 우리는 

  

 을 TT-인덱스이라고 지칭한다. 또한, 수식 (3)

에 의해 i번째 아이템 벡터를 복원하기 위해 필요한 연

산 수는 다음과 같다.

(4)

기존 임베딩 레이어에서 임베딩 테이블의 아이템 벡

터를 1번 접근하는 연산이 수식 (4)에 의해 TT-임베딩 

레이어에서 GEMM 연산으로 변함에 따라 TT-임베딩 

레이어를 계산집약적으로 만든다. 이 후, TT-gather 연

산으로 복원된 아이템 벡터들은 기존 임베딩 레이어와 

동일하게 벡터 합 연산을 통해 한 개의 벡터로 축소된

다.

그림 3은 1번째 아이템에 대하여 임베딩 레이어에서 

gather 연산과 TT-임베딩 레이어에서 TT-gather 연

산의 차이점을 설명하고 있다. gather 연산은 1번째 아

이템 벡터를 접근을 하면 되지만 TT-임베딩 레이어는 

1번째 아이템 벡터를 복원해야 한다. 이를 위해, 먼저 

각 TT-core에 맞는 TT-index인 0, 0, 1번째 슬라이스 

𝓖1[0], 𝓖2[0], 𝓖3[1]에 접근하고 GEMM 연산을 수행하여 

1번째 아이템 벡터를 복원한다. 이 때, GEMM 연산에 

의해 생기는 연산량은 TT-core 1의 0번째 슬라이스와 

TT-core 2의 0번째 슬라이스의 GEMM 연산에서 1024

번의 곱셈, 1023번의 덧셈을 수행하고 이를 통해 나온 

결과값과 TT-core 3의 1번째 슬라이스의 GEMM 연산

에서 512번의 곱셈, 511번의 덧셈으로 총 3,070번의 연

산이 필요하다. TT-gather 연산은 아이템 벡터의 크기

와 rank에 따라 연산량이 변하기 때문에 예시보다 하나

의 아이템 벡터를 복원하는데 더 많은 연산량이 요구될 

수 있다.

3.2 TT-GnR 연산의 문제점

유저가 아이템 벡터를 접근하는 평균 개수인 Pooling 

factor가 큰 환경에서 각 유저는 TT-임베딩 레이어에

서 여러 개의 아이템 벡터를 접근한다. 이 과정에서 

TT-gather 연산은 각 아이템 벡터를 개별적으로 연산

하기 때문에 불필요한 연산이 발생하게 된다. 임베딩 테

이블 W∈RM×N가 TT-분해 기법에 의해 d개의 

TT-core 𝓖i∈Rnk×(rk×mk×rk+1)로 분해되고 pooling factor는 

P일 때, TT-임베딩 레이어에서 평균적으로 P번의 

TT-gather 연산을 진행하여 아이템 벡터를 복원한다.  

하지만 P개의 아이템 벡터들 중 마지막 TT-core 𝓖d의 

TT-index만 제외하고 나머지 TT-core 𝓖1,…, 𝓖d-1의 

TT-index 같은 아이템 벡터들이 있으면, TT-임베딩 레

이어에서 각각의 아이템 벡터를 개별적으로 TT-gather 

연산을 수행하기 때문에 중복 연산이 발생한다. 

그림 4에서는 임의의 유저가 3개의 아이템 벡터들을 

접근할 때, 3개의 TT-core를 가진 TT-임베딩 레이어

에서 TT-gather 연산을 보여주고 있다. 1, 2, 101번째 

그림 3 Gather와 TT-Gather 연산

Fig. 3 Gather and TT-Gather operation
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아이템 벡터는 각각 (0, 0, 1), (0, 0, 2), (0, 1, 0)인 

TT-core들의 TT-index들로 분해되고 아이템 벡터 마

다 개별적으로 TT-gather 연산이 수행된다. 하지만 1, 

2번째 아이템 벡터를 복원하기 위한 TT-gather 연산이 

진행될 때, 첫 번째 TT-core의 0번째 슬라이스 𝓖1[0]와 

두 번째 TT-core의 0번째 슬라이스 𝓖2[0] 사이의 

GEMM 연산이 중복적으로 발생한다. 결국, TT-gather 

연산의 중복 발생으로 인해 한 유저당 필요한 연산 수

는 P×TTG 만큼으로 pooling factor에 따라 선형적으로 

증가하게 된다.

3.3 Software Cache

TT-임베딩 레이어의 연산량을 완화시키기 위해서 

TT-Rec [3]에서는 software cache를 사용한다. Software 

cache는 일부 대다수의 유저들에게 자주 접근되는 아이

템 벡터들에 대하여 TT-분해 기법을 적용하지 않고 아

이템 벡터 형태로 저장하여 연산량을 낮추는 기법이다. 

한편, TT-Rec에서의 실험 환경은 pooling factor가 1인 

환경으로 한 유저가 하나의 아이템을 접근하는 경우이다. 

우리는 software cache가 pooling factor가 큰 환경에서

도 효과가 있는 지 확인하기 위해 실험을 진행하였다. 실

험에 사용된 데이터셋은 Amazon review 데이터셋들[6] 

중 Movies and TV, Electronics, Books 데이터셋을 사

용하였다. Movies and TV, Electronics, Books 데이터

셋은 각각 유저 165,984명과 아이템 3,251,780개, 유저 

666,434명과 아이템 7,714,651개, 유저 2,756,950명과 아

이템 13,911,804개로 이루어진 데이터셋이다.  임베딩 테

이블의 행은 아이템 개수로 열은 임베딩 벡터의 크기로 

결정되기 때문에 위 데이터셋을 임베딩 테이블로 처리하

기 위한 메모리 사용량은Movies and TV 데이터셋은 

775MB, Electronics 데이터셋은 1.85GB, Books 데이터

셋은 3.31GB이다.

그림 5에서는 각 데이터셋의 아이템 개수와 pooling 

factor를 나타내고 있다. 그림 5(a)를 보면 세 가지 데

이터셋 모두 아이템 개수가 많아 기존 임베딩 레이어의 

메모리 사용량이 많은 데이터셋으로 TT-분해 기법에 

유리한 데이터셋으로 선정하였다. 그림 3(b)는 세 가지 

데이터셋이 다양한 pooling factor 가지고 있음을 보여

준다. 이를 통해 pooling factor가 상대적으로 작은 데

이터셋부터 큰 데이터셋에서 software cache의 효율성

을 확인하려고 하였다.

그림 6는 전체 유저가 아이템 벡터를 접근 횟수에서 

software로 저장된 아이템 벡터의 접근 횟수가 얼마나 

차지하고 있는 지를 나타내고 있다. TT-Rec에서는 캐

시 사이즈의 크기를 1MB 미만으로 설정하였을 때, 

cache hit rate가 23%로 충분하였기에, 우리는 TT-Rec

에서 캐시에 사용하는 메모리 사용량과 유사하게 1MB

을 기준으로 cache hit rate의 효율을 측정한다.

실험 결과, Movies and TV 데이터셋에서 0.77MB의 

캐시 사이즈를 사용하면 전체 아이템의 0.1%를 캐시로 

저장할 수 있다. 하지만, cache hit rate가 5.57%로 

TT-Rec에 비해 같은 캐시 메모리 사용량 대비 효율이 

낮은 것을 볼 수 있다. Electronics 데이터셋과 Books 

데이터셋의 경우, 각각 0.92MB, 1.65MB 캐시 사이즈를 

그림 4 중복적으로 발생하는 TT-Gather 연산

Fig. 4 Redundant TT-Gather operation

그림 5 Amazon 데이터셋의 특징

Fig. 5 Features of Amazon datasets

그림 6 소프트웨어 캐시의 효율성

Fig. 6 Efficiency of S/W cache
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통해 전체 아이템의 0.05%를 캐시로 저장하지만, cache 

hit rate는 각각 1.73%, 6.23%로 이 역시 TT-Rec에 

비해 캐시 효율이 낮은 것을 볼 수 있다. 따라서, 

software cache이외에 TT-GnR 연산에서 중복적으로 

발생하는 TT-gather 연산을 제거할 수 있는 기법이 필

요하다.

4. 그룹 단위의 TT-임베딩 레이어 연산

TT-gather 연산이 중복적으로 발생하는 문제를 해결

하기 위해, 우리는 이 절에서 새로운 연산 단위인 그룹

을 정의하고, TT-임베딩 레이어의 새로운 연산인 

Group Reduced TT-Gather and Reduce (GRT-GnR) 

연산을 제안한다.

4.1 TT-임베딩에서 그룹

TT-gather 연산이 중복적으로 발생하는 이유는 TT-

임베딩 레이어에서 아이템 벡터들을 개별적으로 연산하

기 때문이다. 특히, 임베딩 테이블 W∈RM×N가 TT-분

해 기법에 의해 d개의 TT-core 𝓖i∈Rnk×(rk×mk×rk+1)로 분

해하였을 때, 마지막 TT-core 𝓖d를 제외한 나머지 

TT-core 𝓖1,… , 𝓖d-1의 TT-index가 같은 경우에 발생

한다. 이 경우, 우리는 마지막 TT-core 𝓖d의 TT-index

들을 하나의 그룹으로 정의한다. 다시 말해, 임의의 i번

째와 j번째 아이템 벡터에서 d개의 TT-core의 

TT-index들이 각각 i1, i2, …, id와 j1, j2,…, jd이라고 할 

때, ik=jk, k=1,2,…,d-1이면 i번째와 j번째 아이템 벡터는 

같은 그룹에 속한다. 그러면, 모든 아이템 벡터들은 다

음과 같은 수식으로 그룹 단위로 정의가 가능하다.

(5)

이 때, N은 임베딩 테이블의 행을 의미하고 nd는 마

지막 TT-core의 TT-index 개수이다.

 그림 7에서 하나의 그룹이 임베딩 테이블과 TT-임

베딩 테이블에서 어떻게 아이템 벡터들을 묶는 지를 보

여주고 있다. 임베딩 테이블에서 그룹은 마지막 TT-core 

3의 슬라이스 개수인 100개 연속된 아이템들 즉, 0번째 

아이템 벡터부터 99번째 아이템 벡터까지 묶는다. 그러

면 TT-임베딩 테이블에서는 TT-core 1의 슬라이스 

𝓖1[0]와 TT-core 2의 슬라이스 𝓖2[0]를 공유하는 모든 

TT-core 3의 슬라이스들이 하나의 그룹으로 묶이게 된

다.

4.2 Group Reduced TT-Gather and Reduce 연산

Pooling factor가 P인 환경에서 TT-GnR 연산은 임

의의 유저에 대하여 TT-core들 간GEMM 연산을 연속

적으로 P번 수행한 뒤, 복원된 아이템 벡터를 벡터 합 

연산을 통해 하나의 벡터로 축소한다. 이 때, 같은 그룹

에 속한 아이템 벡터들은 분배 법칙에 의해 마지막 

TT-core에서 TT-index의 슬라이스들을 먼저 더한 뒤, 

TT-gather 연산과 reduce 연산을 수행하여도 같은 결과

값을 얻을 수 있다. 이를 이용하여 우리는 TT-임베딩 레

이어의 새로운 연산인 Group Reduced TT-Gather and 

Reduce (GRT-GnR) 연산을 제안한다. 

GRT-GnR 연산은 총 세 단계 intra-group reduce 

연산, TT-gather 연산, inter-group reduce 연산으로 

이루어져 있다. 먼저, intra-group reduce 연산은 같은 

그룹에 속한 아이템 벡터들의 마지막 TT-core에서 

TT-index의 슬라이스들을 더한 뒤 TT-gather 연산을 

그룹 단위로 수행한다. 마지막으로 그룹 단위로 나온 벡

터들을 벡터 합 연산을 통해 하나의 벡터로 축소해주는 

intra-group reduce 연산을 수행하여 기존 TT-GnR 

연산과 동일한 결과값을 얻는다. 따라서, pooling factor

에 따라 TT-gather 연산이 선형적으로 증가하는 

TT-GnR 연산과는 다르게 GRT-GnR 연산은 그룹 단

위로 연산하여 불필요한 TT-gather 연산을 줄일 수 있

다.

그림 8은 0, 1, 2, 99, 10201, 10202번째 아이템 벡터

를 접근할 때, GRT-GnR 연산의 과정을 보여준다. 먼

저, 그룹의 index를 통해 각 아이템 벡터가 같은 그룹에 

속하는 지를 판단한다. 0, 1, 2, 99은 0번째 그룹에 속하

고 10201, 10202는 102번째 그룹에 속하기 때문에 intra 

group reduce 연산에서 이에 맞는 마지막 TT-core 3

의 슬라이스들이 그룹 마다 벡터 합을 통해 하나의 벡

터로 축소된다. 그리고 TT-gather 연산을 그룹 단위로 

수행하고 그룹 간 벡터 합인 inter group reduce 연산

을 통해 하나의 벡터로 축소한다. 결국, 기존 TT-GnR 

연산에서 총 6번의 TT-gather 연산을 GRT-GnR 연산

을 통해 TT-gather 연산을 2번으로 줄일 수 있다.

그림 7 TT-임베딩 테이블의 그룹

Fig. 7 Groups in TT-Embedding Table
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5. 실 험

GRT-GnR 연산의 핵심 연산은 intra-group reduce 

연산이다. Intra-group reduce 연산을 통해 최소한의 

그룹으로 아이템 벡터들이 묶일 수 있으면, TT-gather 

연산 횟수를 효과적으로 줄일 수 있다. 하지만 아이템 

벡터들을 그룹 짓는 문제는 np-hard 문제이고 아이템 

개수가 많은 데이터셋에서는 최적의 그룹을 찾는 것은 

시간이 너무 오래 걸리는 문제점이 있다. 우리는 이 절

에서 먼저 무작위로 아이템 벡터를 정렬하여 그룹으로 

지정하는 랜덤 알고리즘과 유저들이 많이 접근하는 아이

템 벡터 순으로 정렬하는 정렬 알고리즘을 GRT-GnR에 

적용한 실험을 서술한다.

실험에서는 NVIDIA의 RTX3090 GPU를 사용하여 

TT-임베딩 레이어의 latency를 측정하였다. 데이터셋은 

Amazon Movies and TV 데이터셋, Electronics 데이

터셋, Books 데이터셋을 사용하였고, 캐시 사이즈는 앞 

선 실험과 동일하게 Movies and TV 데이터셋은 

0.77MB, Electronics 데이터셋은 0.92MB, Books 데이

터셋은 1.65MB로 설정하였다. 한 번에 몇 명의 유저가 

상호 작용하는 아이템들을 TT-임베딩 레이어를 통해 

처리하는 지를 나타내는 배치 사이즈는 512로 고정하였

다.

그림 9에서 TT-GnR은 기존 TT-임베딩 연산인 

TT-GnR을 의미하고, GRT-GnR은 아이템들을 무작위로 

정렬하여 생성한 TT-임베딩 테이블을 통해 GRT-GnR 

연산을 수행하는 것을 의미한다. 또한, GRT-GnR 

w/sort는 아이템들을 유저들이 많이 상호 작용하는 순으

로 정렬하여 생성한 TT-임베딩 테이블을 통해 GRT-  

GnR 연산을 수행하는 것을 의미한다.

Movies and TV 데이터셋에서는 pooling factor가 40

으로 그림 5에서 보여지는 세 개의 데이터셋 중에서 가장 

높다. 이 때문에 기존 TT-GnR 연산과 GRT-GnR w/ 

sort를 비교하였을 때, latency가 약 41% 감소하였다. 반

면 GRT-GnR은 아이템들을 무작위로 정렬했기 때문에 

아이템들이 group단위로 연산 되지 않는 것을 보여준다. 

따라서, intra-group reduce 연산의 overhead 때문에 

latency가 TT-GnR 연산과 유사하거나 조금 높게 나타

나는 것을 확인할 수 있다. 이러한 연산들을 software 

cache와 함께 사용하였을 때, cache hit rate가 5.57%였

기 때문에 기존 TT-GnR 연산과 GRT-GnR에서 

latency가 조금 감소하였다. 그러나, 아이템들을 유저가 

그림 8 GRT-GnR 연산

Fig. 8 GRT-GnR operation

그림 9 TT-임베딩 레이어의 latency

Fig. 9 Latency of TT-Embedding Layer
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많이 상호 작용하는 순서로 정렬한 GRT-GnR w/ sort

에서는, software cache가 group단위로 잘 묶여 연산되

기 때문에 latency가 유사한 결과를 보였다.

 Electronics 데이터셋은 pooling factor가 15로 세 

가지 데이터셋 중에서 가장 낮기 때문에 TT-GnR과 

GRT-GnR w/sort간의 latency 차이가 30%로 Movies 

and TV 데이터셋보다 적은 향상을 보여준다. 또한, 

software cache를 함께 사용하였을 때, cache hit rate

가 1.73%로 낮기 때문에 오히려 software cache를 사

용하지 않았을 때보다 latency가 증가하는 것을 보여준

다.

Books 데이터셋은 Movies and TV 데이터셋과 

Electronics 데이터셋과 유사한 경향을 보여준다.

6. 결 론

본 논문에서는 기존의 TT-GnR 연산의 문제점을 지

적하였다. TT-임베딩 레이어는 아이템 벡터를 개별적

으로 연산하기 때문에 인접한 아이템 벡터들을 연산할 

때, TT-core 간의 GEMM 연산을 중복하여 연산하는 

경우가 발생한다.

이를 해결하기 위해, 본 논문에서는 TT-임베딩 레이

어에서 그룹이라는 새로운 연산 단위를 정의하고 그룹 

단위로 연산하는 GRT-GnR 연산을 제안한다.

실험을 통해, 아이템 벡터를 그룹화하는 알고리즘에 

따라 GRT-GnR 연산의 latency를 측정하여 기존 

TT-GnR 연산보다 최대 41% 줄이는 효과가 있음을 증

명한다.
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