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요   약 

FPN(Feature Pyramid Network)을 개선한 PANet(Path Aggregation Network)의 등장은 하향식 

경로뿐만 아니라 상향식 경로를 추가한 다중 스케일 특징 융합을 통해 객체 탐지 분야에서 큰 성능 

향상을 이루었다. 그러나 기존 PANet 의 다중 스케일 특징 융합을 위한 특징 맵 전처리 과정은 계산 및 

메모리 측면에서의 추가 비용이나 정보 손상을 야기했다. 본 논문에서 제안하는 Octave-YOLO 는 

Octave Convolution 을 통해 서로 다른 크기의 특징 맵을 별도의 처리 없이 융합할 수 있으며, 이를 

통해 정확도 상승 및 연산량 감소를 동시에 달성하였다. 또한 주파수 융합 비율 파라미터를 통해 

정확도와 연산량 간의 트레이드오프를 할 수 있게 했다. PASCAL VOC 데이터세트를 통한 실험 결과에 

따르면, Nvidia RTX3090 환경에서 정확도 78.91mAP, 초당 프레임 수 168 을 달성하였으며, 원본 

모델인 YOLOv4 대비 정확도 8.93% 증가, 연산량 21.65% 감소, 추론시간 8.59%감소의 향상을 보였다. 

1. 서론 
최근 객체 탐지 연구에서는 FPN(Feature Pyramid 

Network)[1]가 널리 사용되고 있다. 객체 탐지를 위한 특징 
맵을 추출할 때, 기존의 CNN 모델처럼 최상위 컨볼루션 
층에서 추출한 특징 맵 만을 사용한다면, 여러 크기의 객체를 
탐지할 때 유연하지 않다는 단점을 가지게 된다. 그러나 
FPN 을 통해 여러 컨볼루션 층에서 추출한 다양한 스케일의 
특징 맵을 융합하여 사용하면 더 유연하게 다양한 크기의 
후보 영역을 제안할 수 있다. 

FPN 등장 이후 저수준 특징 맵을 고수준 특징 맵에 충분히 
융합하기 위해 하향식 경로뿐 아니라 상향식 경로를 추가한 
PANet(Path Aggregation Network)[2] 또한 제시되어 특징 
맵의 전역적인 상세 정보와 표현 능력을 향상하고 모델의 
다중 스케일에 대한 적응성을 높였다. 

그러나 다양한 크기의 특징 맵을 융합하기 위해 입력 특징 
맵을 스케일링하여 특징 맵의 크기를 동일하게 맞춰 준 뒤 
결합하여 컨볼루션을 수행하는 것은 입력 특징 맵의 크기 
증가로 계산 및 메모리 측면에서 추가 비용이 발생하거나, 
크기 감소로 특징 맵의 정보 손상을 불러올 수 있다.  

본 논문에서는 별도의 처리 없이 다양한 크기의 입력 및 
출력이 가능한 Octave Convolution[4]을 통해 YOLOv4 의 
PANet 을 개선한 Octave-YOLO 를 제안한다. 

 
그림 1. YOLOv4 의 구조 

2. 배경 
2.1. YOLOv4 

기존 객체 탐지 알고리즘은 객체의 위치 제안과 객체 
분류를 순차적으로 수행하는 2-stage detector 모델과 이를 
동시에 수행하는 1-stage detector 모델로 분류할 수 있다. 
R-CNN, Faster R-CNN, Mask R-CNN 등의 2-stage 
detector 는 높은 정확성을 보장하지만, 느린 속도로 인해 
임베디드 시스템에 분야에서 사용하기에는 너무 무거웠다. 
이러한 문제를 해결하기 위해 제안된 YOLO, SSD, 
RetinaNet 등 1-stage detector 는 정확도는 소폭 떨어지지만 
훨씬 빠른 추론 속도로 성능 개선을 이루었다. 

YOLOv4 는 대표적인 1-stage 객체 탐지기인 YOLO 의 
개선모델 중 하나로, 그 구조는 그림 1 에 나타나 있다. 
YOLOv4 는 특징 맵을 추출하기 위한 백본(Backbone) 계층, 
다양한 크기의 특징 맵을 가공하여 활용할 수 있도록 만드는 
넥(Neck) 계층, 최종적으로 탐지한 물체의 분류와 경계 상자, 
위치 정보를 추론하는 헤드(Head) 계층으로 이루어져 있다. 

먼저 특징 추출의 효율성을 향상하기 위해 
CSPDarknet53 을 사용한 백본(Backbone) 계층은 입력 
이미지를 세가지 크기의 특징 맵으로 변환한다. 넥(Neck) 
계층에서는 기존 YOLO 하위 버전에서 사용한 FPN 대신 
PANet 을 통해 상향식 경로를 추가하여 더 다양한 해상도의 
특징 맵을 융합하였다. 이를 바탕으로, 헤드(Head) 계층에서 
이미지의 종류, 크기, 위치를 예측한다.  

  

그림 2. Octave Convolution 의 구조 

 
* 이 논문은 2023년도 정부(과학기술정보통신부)의 재원
으로 정보통신기획평가원의 지원을 받아 수행된 연구임 
(No.IITP-2017-0-00914, 지능형 IoT 장치용 소프트웨
어 프레임워크) 
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2.2. Octave Convolution 
컴퓨터 비전 알고리즘의 효율성과 정확성을 향상시키기 

위해 등장한 Octave Convolution[4]은 다양한 주파수의 
특징을 추출하면서도 계산 비용을 줄일 수 있다. 네트워크가 
더 깊어짐에 따라, 특징 맵의 크기는 줄어든다. 이 경우 원본 
이미지 내 객체의 세부 정보를 명확하게 표현하기 어려워진다. 
대신 윤곽과 구조적인 특성만이 나타날 수 있다. 이는 낮은 
주파수 이미지 범주에 속한다. 반면, 얕은 깊이에서 추출된 
특징 맵은 더 큰 크기를 가지며 객체의 세부 정보가 더 
명확하게 나타난다. 이는 높은 주파수 이미지의 범주에 
속한다. Octave Convolution 은 고주파수 및 저주파수 특징 
맵 간의 상호 작용 및 융합을 포함하며, 그 구조는 그림 2 에 
나타나 있다. 녹색 화살표는 정보의 업데이트를 나타내며, 
빨간색 화살표는 서로 다른 주파수 간의 정보 교환을 
나타낸다. Octave Convolution 의 출력은 식(1) 과 식(2)과 
같이 나타낼 수 있다. 

 
𝑌 = 𝑌 → + 𝑌 →   

= 𝑓(𝑋 ; 𝑊 → ) + 𝑢𝑝𝑠𝑎𝑚𝑝𝑙𝑒(𝑓(𝑋 ; 𝑊 → ), 2) (1) 
  

𝑌 = 𝑌 → + 𝑌 →  
= 𝑓(𝑋 ; 𝑊 → ) + 𝑓(𝑝𝑜𝑜𝑙(𝑋 , 2); 𝑊 → ) (2) 

 
여기서 𝑌 → 는 특징 맵 그룹 간의 컨볼루션 업데이트를 

나타낸다. 𝑌 → 와  𝑌 → 은 같은 주파수의 특징 맵 그룹 내 
업데이트를 나타내며, 𝑌 → 과  𝑌 → 는 다른 주파수의 특징 맵 
그룹 간의 상호작용을 나타낸다. 𝑓(𝑋; 𝑊) 는 매개변수 𝑊 를 
가지고 있는 컨볼루션을 나타내고, 𝑝𝑜𝑜𝑙(𝑋, 𝐾) 는 커널 크기 
𝐾 × 𝐾 및 스트라이드 𝐾를 사용한 평균 풀링 연산을 나타낸다. 
𝑢𝑝𝑠𝑎𝑚𝑝𝑙𝑒(𝑋, 𝐾) 는 𝐾 배수로 최근접 이웃 방법을 통한 업 
샘플링 연산을 나타낸다. 𝐶 은 Octave Convolution 의 전체 
입력 특징 맵의 채널 수를 나타내고, 𝐶 은 Octave 
Convolution 의 전체 출력 특징 맵의 채널 수를 나타낸다. 
𝛼 은 저주파수 입력 특징 맵에 할당된 채널의 비율을 
나타내고, 𝛼 은 저주파수 출력 특징 맵에 할당된 채널의 
비율을 나타낸다. 

Octave Convolution 은 전통적인 Convolution 연산을 
대체할 수 있으며, 일반적으로 더 높은 성능을 달성하면서도 
연산량을 줄일 수 있다. 이는 원본 특징 맵 대비 크기가 
1/4 인 저주파 특징 맵이 원본 특징 맵 채널의 일부분을 
차지하기 때문이다. 

 
그림 3. Octave-YOLO 의 구조 

3. 본론 
3.1. Octave-YOLO 
 기존 YOLOv4 의 PANet 에서는 다양한 크기의 특징 맵을 
융합하기 위해, 입력 특징 맵을 다운 스케일링하거나 업 
스케일링하여 특징 맵의 크기를 동일하게 맞춰 준 뒤 
결합하여 컨볼루션을 수행하였다. 그러나 이러한 접근은 업 
샘플링으로 인한 입력 특징 맵의 크기 증가로 계산 및 메모리 
측면에서 추가 비용이 발생하거나, 다운 샘플링으로 인한 

특징 맵의 필연적인 정보 손상을 불러올 수밖에 없다. 본 
논문에서는 별도의 처리 없이 다양한 크기의 특징 맵을 입력 
또는 출력할 수 있는 Octave Convolution 을 기반으로 한 
Octave-PANet 과 YOLOv4 의 넥(Neck) 계층을 Octave-
PANet 으로 대체한 Octave-YOLO 를 제안한다. 

Octave-YOLO 의 구조는 그림 3 과 같다. 먼저 기존 
YOLOv4 를 기반으로, PANet 에서 특징 맵의 크기를 맞춰주기 
위한 업 샘플링 계층과 다운 샘플링을 위한 단일 컨볼루션 
계층, 그리고 특징 맵을 연결하기 위한 결합 계층을 모두 
제거하였다. 또한 특징 추출을 위해 여러 개의 컨볼루션 
계층으로 이루어진 컨볼루션 블록은 여러 개의 Octave 
Convolution 을 사용하는 Octave Convolution Block 으로 
대체하였다. 

 
그림 4. Octave PANet 의 구조 

3.2. Octave PANet 
Octave PANet 의 자세한 구조는 그림 4 에 나타나 있다. 

그림 상단에는 Octave PANet 의 구조가 나타나 있으며, 
OctConv 는 여러 개의 Octave Convolution 계층으로 
이루어진 Octave Convolution Block 을 나타낸다. 

그림 하단은 입력 및 출력 특징 맵의 상대적인 크기를 
보여준다. 가장 큰 최종 출력 특징 맵의 크기를 기호 ① 
이라고 했을 때, 기호 ②, ③, 그리고 ④ 는 각각 기호 ① 
대비 크기가 1/4, 1/16, 1/64 인 특징 맵을 나타낸다. 

Octave Convolution Block 은 첫 번째 계층의 𝛼  및 
마지막 계층의 𝛼 의 값을 조절하여 단일 또는 다중 
주파수의 입력 및 출력을 설정할 수 있다. 

먼저 d1 및 u2 는 단일 주파수 특징 맵을 입력 또는 
출력하기 위하여 각각 첫 번째 계층의 𝛼  및 마지막 계층의 
𝛼 의 값을 0 으로 설정하고, 다중 주파수 특징 맵을 출력 
또는 입력하기 위하여 각각 마지막 계층의 𝛼  및 첫 번째 
계층의 𝛼 의 값은 0.5 로 설정하였다. 나머지 d2, d3, 
u1 블록들은 모두 동일한 채널 수의 다중 주파수 특징 맵을 
입력 및 출력하기 위하여, 첫 번째 𝛼 과 마지막 계층의 
𝛼 을 0.5 로 설정하였다. 또한 고주파수 및 저주파수 특징 
맵 간의 최적의 융합 비율을 찾기 위하여 모든 블록들의 첫 
번째 계층의 𝛼  및 마지막 계층의 𝛼 을 제외한 블록 내부 
중간 계층들의 𝛼 과 𝛼 은 모두 주파수 융합 비율 파라미터 
𝛼 로 통일하였다. 이러한 파라미터 𝛼 를 조절하여 성능과 
연산량 사이의 최적의 균형점을 찾을 수 있을 것이며, 
4.2 장에서 이를 분석할 것이다. 

그림 4 의 Top-down 경로에서 d1 은 헤드(Head) 계층에서 
추출된 크기 1/16 의 특징 맵만을 고주파 입력으로 전달받아 
각각 크기가 1/16, 1/64 인 특징 맵을 출력한다. 이어서 d2, 
d3, u1 에서는 각각 다른 크기의 특징 맵을 고주파 및 저주파 
입력으로 받아 각각 다른 크기의 특징 맵을 저주파 및 고주파 
출력으로 내보낸다. 이후 Bottom-up 경로의 u2 에서 크기가 
1/16 인 u1 의 저주파 출력 특징 맵을 고주파 입력으로, 
크기가 1/64인 d1의 저주파 출력 특징 맵을 저주파 입력으로 
받아 각각 크기가 1/16 인 특징 맵만을 출력한다. 

최종적으로 1, 1/14, 1/16 의 크기를 가진 d3, u1, u2 의 
고주파 출력 특징 맵을 넥(Neck)의 최종 출력으로써 
헤드(Head)에 전달한다. 
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또한 평균 풀링을 사용하는 기존 Octave Convolution 과 
다르게, Octave-PANet 에서는 객체의 특성을 강조하기 
위하여 고주파수에서 저주파수로의 정보 교환 과정에서 
정보의 불변성을 더 잘 포착하는 최대 풀링 연산을 
사용하였다.[5] 

 
4. 실험 및 결과 
4.1. 실험 환경 
 본 논문에서는 Octave-YOLO 의 성능을 평가하기 위해 
PASCAL VOC 데이터 세트를 사용하였다. 훈련 세트는 VOC 
2007+2012, 평가 세트는 VOC 2007 을 사용하였다. 훈련 
매개변수와 훈련 및 평가에 사용된 하드웨어 구성은 표 1 에 
나타나 있다. 평가는 GPU 에서 배치 크기 64 로 진행하였으며, 
NMS(Non-Maximum Suppression)에 걸리는 시간은 
제외하였다. 훈련 및 평가 중 모델은 ONNX 에서 실행되었다. 
 

표 1. 훈련 매개변수와 훈련 및 평가 환경 

 

표 2. 주파수 융합 비율에 따른 Octave-YOLO 의 성능 비교 

 

표 3. 기존 YOLO 및 Octave-YOLO 의 성능 비교 

 

 

그림 4. YOLOv4 와 Octave-YOLO 객체 탐지 비교 시나리오 
 

4.2. 실험 결과 
 먼저 다양한 α에서 Octave-YOLO 의 성능을 비교하였다. 
실험의 결과는 표 2 에 나타나 있다. 정확도는 α가 상승함에 
따라 점차 증가하다가 α 가 0.75 일 때 최대에 도달한 뒤 
α 가 0.875 일 때 급락하는 모습을 보였다. 반면 연산량은 
α와 반비례하는 모습을 보여준다. 이는 Octave Convolution 
계층의 전체 특징 맵 채널 수는 일정하므로, 고주파수 특징 
맵의 대비 1/4 인 저주파수 특징 맵의 비율이 늘어남에 따라 
연산량이 줄어들기 때문이다. 주파수 융합 비율은 일반적으로 

저주파 정보의 비율이 클수록 성능이 상승하는 모습을 보인다. 
반면 α가 0.125일 때, 즉 고주파 정보가 대부분을 차지할 때, 
가장 나쁜 성능을 보였다. 이를 통해 저주파 정보가 객체 
감지에서 중요한 역할을 한다고 추측할 수 있다. 이는 저주파 
정보가 일반적으로 물체의 전반적인 형태와 구조를 파악하며, 
인간의 시각 체계와 비슷하기 때문으로 보인다. 그러나 
이것이 고주파 정보가 불필요함을 뜻하지는 않는다. 고주파 
정보는 미세한 물체 세부 정보를 포착하는데 중요한 역할을 
한다. 그 예시로 α 를 0.875 로 설정하였을 때, 급격히 
정확도가 감소하는 것을 볼 수 있다. 결론적으로 정확도 및 
연산량의 관점에서, α =0.75 을 Octave-YOLO 의 최적 융합 
비율로 정하였다. 

표 3 은 최적 융합 비율 0.75 에서 Octave-YOLO 와 기존 
YOLO 와의 성능을 비교하였다. Octave-YOLO 정확도 78.91, 
연산량 55.22 GFLOPs, 초당 프레임 수 168.1 을 달성하며, 
기존 YOLO 모델 대비 우수한 성능을 보여준다. 

그림 4 는 YOLOv4 와 Octave-YOLO 의 객체 탐지 비교 
시나리오에 대한 예시를 보여준다. 다중 객체 탐지 상황에서 
YOLOv4 는 놓친 객체들이 있지만, Octave-YOLO 는 
정확하게 검출하는 모습을 보여준다.  먼저 그림의 좌측에 
위치한 작은 자동차와 버스 운전사는 Octave-YOLO 로 
탐지할 수 있었지만, YOLOv4 에서는 인식되지 않았다. 또한 
우측에 겹친 자동차와 행인들의 경우 Octave-YOLO 는 높은 
신뢰도로 적절한 경계 상자를 예측하였지만, YOLOv4 는 
제대로 대응하지 못하는 모습을 보인다. 이는 Octave 
PANet 을 통한 주파수 별 융합으로 인해 서로 다른 
스케일에서의 객체 특징의 차이를 고려하며, 저주파 이미지의 
수용 영역을 확장하여 더 먼 영역의 문맥 정보를 더 많이 
포착했기 때문으로 보인다. 

 
 5. 결론 

본 논문에서는 YOLOv4 를 기반으로 Octave Convolution 
Block 을 통해 넥(Neck)을 개선한 Octave-YOLO 를 
제안한다. 

Octave-YOLO 의 넥(Neck)에 위치한 Octave-PANet 은 
별도의 처리 없이 다양한 크기의 특징 맵을 입력 또는 출력할 
수 있는 Octave Convolution 을 기반으로 더욱 풍부하면서도 
효율적인 다중 스케일 특징 융합을 수행할 수 있으며, 이를 
통해 정확도 상승뿐 아니라 연산량의 감소까지 달성하였다. 

실험을 통해 Octave-YOLO 가 yolov4 대비 정확도, 
연산량 측면에서 모두 우수한 성능을 보이는 것을 
확인하였으며, 주파수 융합 비율 α = 0.75 일 때 가장 큰 
개선을 보였다. 
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