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요   약 

최근 대형 언어모델(LLM)의 온디바이스 실행 수요가 증가함에 따라, 모바일 GPU 환경에서의 

효율적인 추론이 중요해지고 있다. 특히 speculative decoding과 같은 추론 가속 기법에서는 

작은 크기 배치(N=2-16)의 행렬 곱 연산(GEMM)이 반복 수행되는데, 기존 커널은 특정 배치 

구간에 최적화된 정적 전략을 사용하여 성능 편차가 크다. 본 연구에서는 배치 크기에 따라 K

축 분할 비율을 동적으로 조정하는 adaptive split-K 기반 GEMM 커널을 제안한다. Qualcomm 

Adreno GPU를 타겟으로 워크그룹 구성을 최적화하여, 작은 배치(N=2-16) 구간에서 기존 

llama.cpp 대비 최대 3배의 성능 향상을 달성하였다. 특히 Speculative decoding 환경에서 

verification 단계 지연시간과 draft 단계 지연시간에서 최대 47% 감소시켜, 다양한 배치 크기 

환경에서 일관된 고성능 추론이 가능함을 실험적으로 확인하였다. 

 

1. 서  론1 
 

최근 대형 언어모델(LLM, Large Language Model)의 

온디바이스(on-device) 실행 수요가 증가함에 따라, 

모바일 및 엣지 디바이스 환경에서 효율적인 추론을 

위한 연구가 활발히 진행되고 있다. MLC-LLM[1]과 

llama.cpp[2]와 같은 오픈소스 추론 엔진은 OpenCL 

기반 GPU 가속을 통해 제한된 자원에서도 LLM 구동을 

가능하게 한다.  

LLM 추론에서 가장 많은 연산량을 차지하는 행렬 곱 
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연산(GEMM)은 추론 단계에 따라 배치 크기(batch 

size)가 크게 변한다. Prefill 단계는 입력 토큰 수만큼 큰 

배치(N>32)로 수행되고, decoding 단계는 토큰을 

하나씩 생성하며 작은 배치(N=1)로 수행된다. 최근 

주목받는 speculative decoding[3,4]과 같은 추론 가속 

기법에서는 중간 크기 배치(N=4-16)의 GEMM이 

반복적으로 발생한다. 따라서 모바일 환경에서 이와 

같은 기법을 사용하여 효율적인 LLM 추론을 위해서는 

다양한 배치 크기에서 일관된 연산 효율을 유지하는 

것이 핵심이다.  

그러나 기존 추론 엔진의 GEMM 커널은 정적 병렬화 

전략을 사용하여 이러한 다양한 배치 크기에 대해 

효과적으로 처리하지 못한다. 본 연구에서는 배치 크기 



변화에 강인한 adaptive split-k GEMM 커널을 제안한다. 

Split-K[5] 병렬화 기반으로 작은 배치에서도 높은 

병렬성을 확보하고, 배치 크기별 최적 워크그룹 구성을 

자동 선택하는 메커니즘을 설계하였다. 실험 결과, 작은 

배치(N=2~16) 구간에서 GEMM 커널이 llama.cpp의 

기존 대비 최대 3배 성능 향상을 달성하였으며, 

speculative decoding 환경에서 end-to-end latency를 

47% 감소시켰다. 

 

2. 배경 
2.1 기존 GEMM 커널 구조 및 한계 
OpenCL에서 워크아이템(Work-item)은 GPU의 기본 

실행 단위로, 하나의 스레드에 해당하며 행렬 곱에서  

작은 연산 단위를 담당한다. 여러 워크아이템은 

워크그룹(Work-group)으로 묶여 동일한 로컬 메모리를 

공유하며, 협력하여 더 큰 연산 블록을 수행한다. 

그림 1. llama.cpp(a)와 MLC-LLM(b) 의 GEMM커널 

구조 차이 

LLM에서 GEMM은 C[M×N] = A[M×K] × B[K×N] 형태의 

행렬 곱으로 표현되며, M은 출력 차원, N은 배치 크기, 

K는 reduction 차원을 의미한다. 그림 1에서 

색상(빨강·노랑)은 각각 하나의 워크그룹이 담당하는 

연산 영역을 나타낸다. (a)의 llama.cpp 커널은 M축을 

기준으로 워크그룹을 분할하여, 각 워크그룹이 K축 전 

구간을 순차적으로 처리한다. 이 방식은 큰 배치(N > 

32)에서는 각 워크그룹에 충분한 계산량이 할당되어 

높은 자원 활용률을 보이지만, 작은 배치(N ≤ 16)에서는 

워크그룹당 연산량이 적어 병렬 효율이 저하된다. 반면 

(b)의 MLC-LLM은 K축을 일정 비율(예: K/2)로 분할하여 

여러 워크그룹이 서로 다른 K 구간을 병렬 계산한 뒤, 

부분 결과를 합산하는 split-K 병렬화를 수행한다. 이 

방식은 작은 배치에서 병렬성을 높이는 장점이 있으나, 

큰 배치에서는 부분 합산(reduction) 오버헤드가 커져 

성능이 감소한다. 결국 두 커널 모두 특정 배치 범위에 

최적화된 정적 분할 방식을 사용하므로, 다양한 배치 

환경에서 일관된 성능을 유지하기 어렵다.  

2.2 Speculative Decoding 
Speculative decoding은 경량 draft 모델이 여러 후보 

토큰을 생성하고, 대형 target 모델이 이를 병렬로 

검증하는 2단계 구조로 디코딩 속도를 개선한다. Draft 

단계에서는 트리 구조와 토큰의 확률 분포에 따라 배치 

크기가 동적으로 변한다(batch size=1-8). Verification 

단계에서는 생성된 토큰 트리 전체를 한 번에 

처리하므로 트리 크기가 배치 크기로써 GEMM 연산이 

수행된다. 이처럼 다양한 배치 크기의 GEMM이 

반복적으로 발생한다. 

 

3. 커널 설계 
2장에서 분석한 바와 같이 기존 GEMM 커널은 특정 

배치 구간에 최적화된 정적 병렬화 전략을 사용하여 

다양한 배치 환경에서 일관된 성능을 유지하지 못한다. 

본 연구에서는 llama.cpp의 OpenCL 기반 GEMM 

커널을 기반으로, 배치 크기에 따라 K축 분할 비율을 

동적으로 조정하는 adaptive split-K 커널을 제안한다.  

3.1 Adaptive Split-K 커널 구조  
이 논문에서 제안하는 커널은 GEMM 연산을 

워크그룹과 워크아이템 계층으로 분할하여 병렬 

수행한다. 출력 행렬 C[M×N]은 (WI_M × WI_N × WI_K) 

크기의 타일로 나뉘며, 워크그룹은 각각 M/WI_M, 

N/WI_N, K/WI_K 개로 생성된다. 각 워크그룹 

내부에서는 WI_M × WI_N × WI_K 개의 워크아이템이 

협력하여 타일 단위의 부분 합을 계산하고, 최종적으로 

전체 결과를 병합한다. 이러한 계층적 분할 구조를 통해 

M, N, K 세 방향의 병렬성을 동시에 활용할 수 있으며, 

다양한 배치 크기에서도 연산 자원을 효율적으로 

활용할 수 있다. 

그림 2. GEMM 커널 타일링 연산 Pseudocode  

3.2 배치 크기별 타일링 파라미터 최적화  
최적의 (WI_M, WI_N, WI_K) 조합은 배치 크기와 

하드웨어 특성에 따라 달라진다. 본 연구에서는 

Qualcomm Adreno GPU를 대상으로, 해당 아키텍처의 

워크그룹 크기를 Qualcomm에서 권장하는 

서브그룹(워크그룹 단위) 크기인 128을 기준으로 

autotuning을 수행하였다. 탐색 공간은 WI_M, WI_N, 

WI_K를 각각 2의 거듭제곱 값으로 설정하고, 세 값의 

곱이 128이 되도록 조합을 구성하였다. 배치 크기(batch 

size=2~256)에 대해 각 조합의 실행 시간을 OpenCL 



이벤트 타이밍으로 측정하여 최대 처리량을 달성하는 

구성을 최적 파라미터로 선정하였다. 

튜닝 결과, 작은 배치에서는 WI_K가 상대적으로 커지고, 

큰 배치에서는 WI_K가 작게 설정되는 경향을 보였다. 

이는 배치가 작을수록 K축을 더 세분화하여 병렬성을 

극대화하고, 반대로 배치가 커질수록 reduction 연산의 

오버헤드를 최소화하는 방향으로 최적화가 이루어진 

것이다. 도출된 파라미터 조합은 커널 내부 테이블에 

저장되며, 런타임에서 입력 배치 크기에 따라 자동으로 

선택되어 실행된다. 이를 통해 배치 크기가 동적으로 

변하는 환경에서도 일관된 고성능을 유지할 수 있다. 

 

4. 실험 환경 및 결과 
4.1 실험 환경 
본 실험은 Samsung Galaxy S25(Snapdragon 8 Elite 칩셋) 

환경에서 진행하였다. MLC-LLM과의 Prefill 성능 

비교에서는 MLC-LLM이 지원하는 모델인 llama-3.2-3B-

Instruct(Q4_0 정밀도)를 사용하였고, Speculative 

Decoding 실험에서는 Target Model은 Vicuna 7B (Q4_0 

정밀도)를 사용하였으며, Draft Model은 Eagle 

Layer(Q4_0 정밀도)을 사용하였다.  

성능 측정은 OpenCL 이벤트 타이밍으로 커널 레벨 

TFLOPS과 Prefill Throughput(tok/s)를 측정하였고, End 

to End관점에서 speculative decoding의 verification 

latency와 draft latency를 측정하였다.  

그림 3. (a) 배치 크기에 따른 GEMM 커널 

성능(TFLOPS) 비교: llama.cpp vs. Adaptive split-K  

(b) 배치 크기에 따른 Prefill 처리 성능(tok/s) 비교: 

MLC-LLM vs. Adaptive split-K  

 

4.2 성능 비교 
그림 3은 다양한 배치 크기구간에서 제안한 Adaptive 

split-K 기반 커널의 성능을 기존 구현과 비교한 

결과이다. [그림 3-a]는 llama.cpp의 기본 GEMM 커널과 

제안된 커널의 TFLOPS 성능을 비교한 것으로, 기존 

커널은 작은 배치(batch size=2-16)에서는 자원 

활용률이 낮은 한계를 보인다. 반면 제안된 커널은 

split-K 병렬화를 통해 이 구간에서 최대 3배의 성능을 

달성했다. [그림 3-b]는 MLC-LLM과 제안된 커널의 

성능을 입력의 토큰 수가 배치 사이즈로서 수행되는 

Prefill에서 큰 배치 구간(batch size=16-128)에서 

Throughput(tok/s)를 비교한 결과로, 제안된 커널이 

MLC-LLM에 비해 큰 배치사이즈에서도 안정적으로 좋은 

성능을 보이고 있다. 

4.3 Speculative Decoding의 성능 비교 
표 1은 Draft Tree Size = 8 환경에서 speculative 

decoding 수행 시 각 단계의 지연 시간을 비교한 

결과이다. 제안한 커널을 적용한 경우, draft 단계(batch 

size = 1-4) 지연은 약 17.8 %, verification 단계 지연은 

약 47.3 % 감소하였다. 특히 verification 단계는 8 

배치(batch size = 8) 단위의 GEMM 연산이 반복적으로 

수행되는데, 이는 제안된 커널이 작은 배치 구간(N ≤ 16) 

에서 최적화되어 높은 처리 효율을 보이는 영역과 

일치한다. 
표 1. Speculative Decoding에서의 Draft, Verification 
Latency 속도 측정(Target Model : Vicuna 7B_Q4_0 

Draft Model : Eagle Layer_Q4_0) 

ms llama.cpp Adaptive split-k 

Draft 27.246 22.387 

Verification 224.795 118.374 

 
5. 결론 
본 연구에서는 모바일 GPU 환경에서 배치 크기 변화에 

강인한 adaptive split-K 기반 GEMM 커널을 설계하였다. 

Qualcomm Adreno GPU의 하드웨어 특성을 고려한 

워크그룹 구성 최적화를 통해 작은 배치(N=2~16) 

구간에서 최대 3배의 성능 향상을 달성하였다. 또한 

speculative decoding 환경에서 verification 단계의 지연 

시간을 47% 감소시켜, 배치 크기가 동적으로 변하는 

모바일 LLM 추론에서 효율적인 가속이 가능함을 

실험적으로 확인하였다. 
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