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요   약 

 본 논문은 모바일 기기와 같이 연산 자원이 한정된 환경에서 대규모 언어 모델(LLM)의 추론 속도를 향상시

키기 위한 트리 기반 추측 디코딩(Tree-based Speculative Decoding) 알고리즘의 효율적인 트리 구조를 제안한

다. 제안하는 트리 구조는 불필요한 계산을 줄이고 검증 성공률을 높여 전체적인 추론 지연 시간(Latency)을 

크게 단축할 수 있다. 실험 결과, 제안하는 트리 구조가 기존의 Baseline 트리 구조에 비해 모바일 환경에서 초

당 토큰 생성 수(Token per Second)를 약 2.13배 향상시키면서도 모델의 생성 품질은 저하되지 않음을 확인했

다. 

 

1. 서  론
1
 

최근 대규모 언어 모델(Large Language Model, LLM)은 자연어 해 

및 생성 분야에서 전례 없는 성능을 보이며, 다양한 서비스의 

핵심 기술로 자리 잡았다. 그러나 LLM의 자기 회귀(Auto-

regressive)적 추론 방식은 전체 추론시간을 지연시키는 병목을 

유발한다.  

이를 해결하기 위해 여러 토큰 후보를 병렬적으로 검증하는 

추측 디코딩(Speculative Decoding) 기법[1][2]이 활발히 연구되고 

있으며, 특히 다수의 후보 시퀀스를 트리(Tree) 형태로 동시에 

탐색하는 트리 기반 추측 디코딩은 단일 시퀀스 대비 더 많은 

후보 시퀀스를 생성하여 평균 수락 길이를 극대화하고, 더 큰 

속도 향상 잠재력을 가진다. 

이러한 추측 디코딩 기법은 자원이 제한된 모바일 환경에서도 

LLM 추론 속도를 가속하는 데 여전히 유효한 접근법이다. 

하지만 기존 연구들은 풍부한 서버 자원을 가정하여 복잡한 트리 

구조를 제안하는 데 초점을 맞추고 있어, 이는 자원이 극도로 

제한된 모바일 환경에서는 오히려 성능 저하를 유발할 수 있다. 

따라서 본 논문은 모바일 환경에서 후보 생성 비용과 검증 

 

* 이 논문은 삼성전자 미래기술육성센터의 지원을 받아 수행된 

연구임(과제번호 SRFC-IT2402-15) 

성공률의 최적 균형점을 찾기 위한 모바일 특화 정적 트리 

구조를 제안한다. 

 

2. 서  론 

2-1. LLM과 자기 회귀적 추론 

LLM은 트랜스포머(Transformer) 아키텍처를 기반으로 방대한 

양의 텍스트 데이터에 대해 사전 학습된 모델이다. LLM은 주어진 

문맥(Context)을 바탕으로 다음에 등장할 가장 확률이 높은 단어, 

즉 토큰(Token)을 예측한다. 대부분의 LLM은 텍스트 생성을 위해 

자기 회귀 방식을 사용한다. 자기 회귀적 추론 방식은 매 

스텝마다 토큰을 순차적으로 생성해야 하므로,  연산 

강도(Arithmetic Intensity)가 극히 낮은 GEMV(General Matrix-

Vector multiplication) 연산에 의존하게 된다. 이는 GPU의 병렬 

연산 능력을 활용하지 못하고, 주로 메모리 대역폭(Bandwidth)에 

의해 지연시간이 결정되는 병목 현상을 유발한다. 

 

2-2. 추측 디코딩 (Speculative Decoding) 

추측 디코딩은 이러한 자기 회귀 방식의 지연 문제를 해결하기 

위해 제안된 기법으로, LLM의 최종 출력 품질을 그대로 

유지하면서 추론 속도를 높이는 최적화 기법이다.  핵심 원리는 

작고 빠른 드래프트 모델을 사용해 여러 토큰으로 구성된 후보 
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시퀀스를 미리 생성하고, 크고 정확한 타겟 모델이 이 후보 

시퀀스 전체를 한 번의 GEMM(General Matrix-Matrix 

multiplication) 연산으로 검증하는 것이다. 이 과정에서 드래프트 

모델의 예측과 타겟 모델의 예측이 일치하는 토큰들은 

‘수락(Accept)’되어, 여러 번의 순차적 연산을 한 번의 병렬 

연산으로 대체함으로써 지연시간(Latency)을 크게 줄인다. 또한 

최종 토큰 결정은 항상 타겟 모델이 하므로, 속도 향상과 함께 

기존 모델의 생성 품질이 100% 보장된다는 장점이 있다. 

 

2-3. 트리 기반 추측 디코딩 

추측 디코딩은 토큰 후보를 정적(Static) 또는 동적(Dynamic) 트리 

구조로 생성하여 검증 효율을 높일 수 있다. 정적 트리는 구조가 

고정되어 오버헤드가 적지만, 문맥 대응력은 떨어진다. 반면 동적 

트리는 문맥에 따라 실시간으로 구조를 변경하여 토큰 수락률이 

높다는 장점이 있지만, 이 과정에서 발생하는 계산 오버헤드가 

크다. 

연산 자원이 극도로 제한된 모바일 환경에서는 동적 트리의 

오버헤드가 오히려 전체 추론 시간을 증가시키는 원인이 될 수 

있다. 따라서 본 논문은 구조가 단순하고 오버헤드가 적은 정적 

트리가 모바일 환경에 더 적합하다고 판단하여 정적 트리 내에서 

수락 길이와 드래프트 예산의 상충 관계(Tradeoff)를 고려하여 

검증 지연 시간을 최적화하는 방안에 집중한다. 

 

3. 본 론 

3-1. 연산 자원 

모바일 환경은 서버 대비 연산 성능(FLOPS)과 메모리 대역폭이 

현저히 낮아 드래프트 예산(Budget)과 검증 지연시간 사이의 

Trade-off 관계가 매우 민감하다. 그림 1이 이를 명확히 보여준다. 

서버(주황색 선)는 드래프트 예산이 증가해도 지연시간이 

완만하지만, 모바일(녹색 선)은 예산 8을 넘어 16부터 지연시간이 

급등하고 32 이상에선 지수적으로(exponentially) 폭등한다. 이 

병목의 핵심은 모바일 GPU의 제한된 온 칩 캐시 용량과 낮은 

메모리 대역폭 때문이며, 실험에 사용한 Qualcomm Adreno 830 

GPU의 12MB  온 칩 메모리(GMEM) 크기로 설명할 수 있다.  

드래프트 예산 16의 경우 연산에 필요한 중간 활성화 값(약 

0.34MB)과 새 KV 캐시(약 8.0MB)의 총합은 약 8.34MB이다. 이 

수치는 12MB 캐시 용량 대부분을 차지하여, 기존 KV 캐시 읽기 

및 기타 오버헤드를 처리할 여유 공간이 부족한 '캐시 

압박(Cache Pressure)' 상태를 유발한다. 이것이 그림 1에서 예산 

8에서 16으로 증가할 때 지연시간이 처음으로 가파르게 

상승하는 이유이다. 또한 드래프트 예산 24의 경우 같은 

방식으로 계산한 총 필요 용량은 약 12.51MB(활성화 0.51MB + 

KV 캐시 12.0MB)이다. 이 값은 12MB의 온 칩 메모리 용량을 

물리적으로 초과한다. 따라서 예산 24를 초과하는 시점부터는 

필연적으로 캐시 미스(Cache Miss)가 발생하여, 연산 코어의 동작 

시간보다 메인 메모리(RAM)에서 데이터를 가져오거나 쓰는 데 

대부분의 시간을 허비하게 된다.  

결론적으로, 서버 환경에서 효과적인 큰 드래프트 예산을 

모바일 환경에 그대로 적용하는 것은 오히려 전체 추론 속도를 

저하시키는 비효율성을 야기하며, 제한된 드래프트 예산 내에서 

평균 수락 길이를 극대화할 수 있는 최적의 트리 구조를 

탐색하는 것이 필수적이다.  

또한, 드래프트 모델은 단일 트랜스포머 레이어로 구성되어 

있어 타겟 모델에 비해 크기가 매우 작으며, 트리 생성 과정에서 

사용되는 배치 크기가 4를 넘지 않기 때문에 배치 크기가 

증가함에 따라 연산 지연 시간이 과도하게 커지는 현상은 

발생하지 않는다. 

 

그림 1. 드래프트 예산별 검증 지연시간 비교. 모든 지연시간은 드래프트 

예산 1을 기준으로 정규화 한 결과임. 

 

3-2. 비용 함수(Cost Function)와 최적화 목표 

추측 디코딩의 전체(end-to-end) 생성 속도를 평가하는 핵심 

지표는 초당 생성 토큰 수(Tokens per Second)이며, 이는 토큰 당 

지연시간(Per-Token Latency)과 역수 관계에 있다. 드래프트 

트리의 예산 n은 트리의 깊이 D, 트리의 너비 W, 한 노드에서 

확장되는 자식 노드의 수를 나타내는 트리의 분기 

계수(Branching Factor, BF)에 의해 결정된다. 본 연구에서는 

최적의 트리 구조를 찾기 위한 비용 함수로 토큰 당 지연시간을 

사용하며, 이는 다음 수식으로 정의된다. 

 

𝑇𝑑𝑟𝑎𝑓𝑡𝑖𝑛𝑔 = 𝑇𝑑(𝐵) × 𝐷 ≈ 𝑇𝑑(1) × 𝐷                         (1) 

 𝑇𝑣𝑒𝑟𝑖𝑓𝑖𝑐𝑎𝑡𝑖𝑜𝑛 = 𝑇𝑡𝑎𝑟𝑔𝑒𝑡(𝑛)                                   (2) 

𝐶𝑜𝑠𝑡 =
(𝑇𝑑𝑟𝑎𝑓𝑡𝑖𝑛𝑔 + 𝑇𝑣𝑒𝑟𝑖𝑓𝑖𝑐𝑎𝑡𝑖𝑜𝑛)

𝜏
= 𝐿𝑝𝑒𝑟 𝑡𝑜𝑘𝑒𝑛         (3) 

 

𝑇𝑑𝑟𝑎𝑓𝑡𝑖𝑛𝑔 은 드래프트 트리 생성 시간을 나타낸다. 𝑇𝑑 (𝐵)는 

드래프트 모델이 트리의 한 깊이에서 B 크기의 배치를 연산하는 

시간이며 트리의 생성 과정에서 D번 연산이 수행된다. 드래프트 

모델은 배치 크기의 변화가 지연시간에 미치는 영향이 

미미하므로, 드래프트 트리 생성 시간은 단일 배치 연산 시간 𝑇𝑑 

(1) 와 D에 비례한다고 근사(Approximate)할 수 있다. 𝑇𝑣𝑒𝑟𝑖𝑓𝑖𝑐𝑎𝑡𝑖𝑜𝑛 



은 드래프트 예산 n에 따른 검증 시간, 𝜏는 평균 수락 길이, 

𝐿𝑝𝑒𝑟 𝑡𝑜𝑘𝑒𝑛은 토큰 당 지연시간을 나타낸다. 식 (3)을 보면 트리의 

깊이나 예산을 늘리면 분자인 드래프트 생성 및 검증 시간이 

증가하지만, 동시에 분모인 평균 수락 길이도 증가하는 경향이 

있다. 따라서 본 논문에서는 식 (3)의 비용 함수를 최소화하는 

트리 구조를 찾는 것을 목표로 설정하였다. 

 

3-3. 그리드 서치를 통한 최적 트리 구조 탐색 

본 논문에서는 Speed-up Ratio, 메모리 사용량 측면에서 

SOTA(state-of-the-art) 성능을 보이는 트리 기반 추측 디코딩 

기법인 EAGLE[3]에서 제안하는 트리 구조를 Baseline으로 

설정하였다. 최적화된 트리 구조를 효율적으로 탐색하기 위해, 

먼저 Baseline인 EAGLE의 정적 트리(그림 2-(a))에서 토큰 수락 

경향성을 분석하였다. 그 결과, 드래프트 모델의 확신도가 가장 

높은 주 경로와 그 인접 노드에서 생성된 토큰이 전체 수락 

토큰의 79% 이상을 차지하는 뚜렷한 패턴을 발견하였다.  

따라서, 확률이 높은 경로는 깊게 탐색하고 나머지 경로는 

너비를 줄이는 비대칭적 트리 구조들을 후보군으로 설정하였다. 

탐색 공간(Search Space)으로 3 ≤ D ≤ 5, 1 ≤ W ≤ 8, 1 ≤ BF 

≤ 3, 3 ≤ n ≤ 25로 정의하였으며, 3-2절에서 정의한 비용 

함수를 기반으로 그리드 서치(Grid Search) 수행하였다.  

탐색 결과, 그림 2-(b)와 같은 모바일 환경에 최적화된 최종 

트리 구조를 도출하였다. 

 

그림 2. (a) EAGLE-1의 정적 트리 구조(Baseline),  

(b) 모바일 환경에서 효율적인 트리 구조(Proposed). 

 

4. 실험 

4-1. 실험 설정 

본 논문에서 제안하는 정적 트리 구조의 효율성을 검증하기 위해 

GSM-8K 데이터셋을 활용하였다. 모든 실험은 Qualcomm 

Snapdragon 8 Elite AP(Oryon-L x 2, Oryon-M x 6 CPU, Adreno 830 

GPU)와 12GB RAM을 탑재한 Samsung Galaxy S25 스마트폰을 

사용하여 수행되었다. 추측 디코딩 알고리즘은 EAGLE을 

llama.cpp 프레임워크 상에 구현하여 실험을 진행하였다. 실험에 

사용한 모델은 타겟 모델로 4비트 양자화된 Vicuna-7B, 드래프트 

모델로 4비트 양자화된 EAGLE Layer(Vicuna-7B)를 사용하였다. 

4-2. 실험 결과 

먼저, 추측 디코딩을 적용하지 않은 자기 회귀 방식의 추론 

속도는 11.49 tps로 측정되었다. Baseline인 EAGLE의 정적 트리 

구조를 적용한 실험에서, 추론 속도는 8.99 tps에 그쳤다. 이는 

자기 회귀 방식보다 약 21.8% 느린 수치로, 3-1절에서 분석한 

바와 같이 모바일 환경에 최적화되지 않은 큰 드래프트 예산이 

심각한 검증 병목을 유발함을 보여준다. 반면, 본 논문에서 

제안하는 모바일 특화 정적 트리를 적용한 실험 결과 추론 

속도는 19.18 tps을 기록하여 자기 회귀 방식 대비 약 1.67배, 

Baseline 대비 약 2.13배 향상된 성능을 달성했다. Baseline 보다 

평균 수락 길이는 4.06에서 3.22로 다소 감소하였으나, 드래프트 

트리 검증 시간이 훨씬 더 큰 폭으로 감소하여 전체 

처리량(tps)을 성공적으로 극대화하였다. 

 

표 1. 제안하는 트리 구조와 Baseline의 성능 비교 

 

5. 결 론 

본 논문은 모바일과 같은 하드웨어 자원이 제한된 환경에서 

LLM의 추론속도를 가속하기 위한 트리 기반 추측 디코딩 기법의 

효율적 트리 구조를 제안했다. 본 연구는 모바일 기기의 

하드웨어 성능 제약을 핵심적인 제약 조건으로 인식하고 이를 

해결하는 데 중점을 두었다. 실험 결과, 제안된 트리 구조는 

과도한 후보 생성으로 인한 연산 자원 낭비를 최소화하면서도 

높은 검증 성공률을 유지하여, 기존의 트리 기반 추측 디코딩 

기법에 비해 우수한 추론 가속 성능을 보였다. 
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Draft 

Budget 

Drafting 

Latency 

(ms) 

Verification 

Latency 

(ms) 

평균 수락 

길이 

초당 토큰 

생성 수 

(token per 

second) 

기존 25 52.34 392.12 4.06 8.99 

개선 6 47.1 118.64 3.22 19.18 


