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요   약 

 본 논문에서는 MoBA의 동적 희소 어텐션을 개선하여, 추가적인 학습 없이 긴 문맥 추론에서 

정확도를 보장하는 PS-MoBA를 제안한다. 먼저 블록을 선택할 때 중요한 토큰이 포함된 KV 블

록을 놓치지 않도록 dimension별 최대/최소를 활용하는 방식을 채택하였다. 또한, calibration 

data를 이용해 레이어별 희소도를 측정하고 동적 top-k를 설정함으로써, 희소도가 낮은 레이어에 

더 많은 블록을 할당할 수 있도록 하였다. 실험 결과, PS-MoBA는 기존 방식 대비 weighted 

recall에서 향상된 성능을 보였으며, 추가 학습 없이 87.5%의 희소도로도 full attention에 근접한 

perplexity를 달성하는 것을 확인하였다. 

 

1. 서  론
1
 

대규모 언어 모델(LLM)은 질의응답, 요약, 코드 생성 

등 다양한 분야에서 우수한 성능을 보이며, 최근에는 긴 

문맥의 프롬프트를 활용하는 방향으로 범위가 확대되고 

있다. 그러나 트랜스포머 구조에서는 문맥 길이가 

증가할수록 어텐션 연산 비용이 제곱에 비례하여 

증가하므로, 긴 문맥 추론의 시간 및 연산량을 줄이기 

위한 효율적인 어텐션 기법이 필요하다. 

대표적인 접근인 희소 어텐션(Sparse Attention)은 

일부 중요한 토큰에 대해서만 선택적으로 어텐션을 

적용하여 계산량을 줄인다. 그러나 기존 방법들은 

고정된 희소 패턴을 사용[3]하여 입력 특성에 유연하게 

대응하기 어렵거나, 추가적인 학습 과정[1]을 필요로 

하여 별도의 학습 비용과 시간 오버헤드를 유발하는 

경우가 많다. 본 논문에서는 MoBA의 동적 희소 

 

* 이 논문은 삼성전자 미래기술육성센터의 지원을 받아 수행

된 연구임(과제번호 SRFC-IT2402-15) 

어텐션을 개선한 PS-MoBA(Precise Selection Mixture 

of Block Attention)를 제안한다. 핵심 토큰이 포함된 

블록의 누락을 줄이기 위해 블록 선택 방식을 개선하고, 

calibration data 기반의 레이어별 희소도 측정 후 동적 

top-k를 적용하여 추가 학습 없이 긴 문맥 추론의 

정확도를 향상시킨다. 

 

2. 관련 연구 

2.1. 희소 어텐션 

초기 희소 어텐션 연구는 주로 사전에 정해진 구조를 

사용하는 정적(Static) 희소 어텐션에 초점을 두었으며, 

sliding window[3]와 같이 정해진 고정된 패턴을 통해 

계산량을 줄이고자 하였다. 이러한 방법은 구조가 

단순하고 KV 캐시를 메모리에서 효율적으로 제거할 수 

있지만, 다양한 입력 환경에서 일반화 성능이 

제약된다는 단점이 있다. 

이를 보완하기 위해 입력에 따라 중요한 토큰을 
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동적으로 선택하는 동적(Dynamic) 희소 어텐션 

기법들이 제안되었다. 동적 희소 어텐션은 query 또는 

입력 프롬프트에 따라 참조 대상을 유연하게 결정할 수 

있어 정적 방식보다 더 높은 일반화 성능을 기대할 수 

있다. 그러나 일부 방법은 추가적인 학습 또는 보조적인 

최적화 과정의 오버헤드를 요구한다. 

2.2. MoBA 

MoBA(Mixture of Block Attention)[1]는 이러한 동적 

희소 어텐션 기법 중 하나로, MLP 레이어에 적용되던 

MoE를 희소 어텐션에 적용시킨 기법이다. MoBA에서는 

과거 문맥의 KV 토큰들을 일정 크기의 KV 블록들로 

나눈 뒤, 각 query가 참조할 블록을 선택적으로 

결정하여 어텐션을 수행한다. 𝑖번째 블록의 key 집합을 

𝑲𝒊라 할 때, query 𝒒와 𝑖번째 블록 사이의 유사도 점수 

𝑠𝑖는 query와 블록에 포함된 key 벡터들을 토큰 축으로 

평균 풀링한 대표 벡터와의 내적으로 계산된다. 

𝑠𝑖 = 〈𝒒, 𝑚𝑒𝑎𝑛_𝑝𝑜𝑜𝑙(𝑲𝒊)〉                           (1) 

이후 각 query는 모든 블록에 대해 계산된 점수 중 

상위 𝑘개의 블록만 선택하는 top-k 게이팅을 수행하며, 

선택된 블록에 대해서만 어텐션을 계산한다. 

 

3. 본  문 

3.1. 동기 

MoBA는 블록 단위 동적 선택을 통해 긴 문맥에서 

효율적인 어텐션을 수행하지만, 평균 풀링 기반 블록 

선택 과정에서 실제로 중요한 토큰을 정확히 선택하는 

데에는 한계를 보인다. 그림 1(a)는 8K 프롬프트에서 

query별로 어텐션 점수가 가장 높은 𝑚 개의 토큰을 

‘정답 토큰’으로 정의하고, top-m을 변화시키며 정해진 

희소도로 선택된 블록들의 recall을 측정한 결과이다. 

𝑚이 큰 경우 MoBA는 비교적 높은 recall을 보이지만, 

𝑚 이 작아질수록 recall이 감소하기도 하는 현상이 

관찰된다. 이는 블록 내부의 소수의 핵심 토큰이 다른 

토큰들에 의해 희석될 수 있음을 의미한다. 즉, 평균 

풀링은 블록의 평균적인 중요도는 반영하지만, 소수의 

핵심 토큰을 정확히 식별하는 데에는 한계가 있다. 

또한, MoBA는 레이어별로 요구되는 문맥 참조 

범위가 서로 다르다는 점을 반영하지 않고 있다. 그림 

1(b)의 레이어별 희소도 결과에 따르면, 초기 레이어인 

0, 1번째 레이어는 희소도가 낮아 더 많은 토큰을 

필요로 하는 반면, 뒤쪽 다른 레이어들은 희소도가 높아 

필요한 블록 수가 많지 않다. 하지만 MoBA는 모든 

레이어에 동일한 top-k를 적용하여 일부 레이어에서는 

불필요한 연산이 발생하고, 다른 레이어에서는 필요한 

문맥 정보가 충분히 반영되지 않을 수 있다. 따라서 

제한된 블록 예산을 레이어별 희소도에 맞게 

재분배하는 것이 필요하다. 

3.2. 최대/최소를 활용하는 블록 선택 

평균 풀링을 통해 블록의 대표 벡터를 구성하면, 블록 

내부에 소수의 핵심 토큰 정보가 다른 토큰들에 의해 

희석될 수 있다. 따라서 본 논문에서는 Quest[2]에서 

사용한 채널별 최댓값과 최솟값 기반의 선택 방식을 

적용하였다. 현재 query에 대해 블록 내부 key들이 

가질 수 있는 내적 점수의 상한을 계산하고, 이를 

기준으로 중요한 블록을 선택한다. 

구체적으로, 우선 각 블록의 key 벡터들의 채널별 

최솟값과 최댓값을 저장해 둔다. 𝑖 번째 블록의 𝑑 번째 

채널의 최소, 최댓값을 각각 𝑙𝑖,𝑑 , ℎ𝑖,𝑑 라고 하자. 그러면 

query 𝒒 = (𝑞0, … , 𝑞𝑑 , … , 𝑞𝐷𝑖𝑚−1)에 대한 𝑖번째 블록과의 

유사도 점수 𝑠𝑖는 다음과 같이 계산된다. 

𝑢𝑖,𝑑 = 𝑚𝑎𝑥(𝑞𝑑 ∙ 𝑙𝑖,𝑑 , 𝑞𝑑 ∙ ℎ𝑖,𝑑)                       (2) 

𝑠𝑖 = ∑ 𝑢𝑖,𝑑

𝑑

                                       (3) 

이후 각 query는 계산된 점수를 기준으로 top-k 

게이팅을 수행하며, 선택된 블록에 대해서만 어텐션을 

계산한다. 이 방식은 블록 내부의 극값 정보를 

반영함으로써 평균 풀링 기반 선택에서 발생하는 핵심 

토큰의 희석 문제를 완화한다. 실제로 그림 1(a)에서 

PS-MoBA는 𝑚이 작아질수록 recall이 향상되는 경향을 

보인다. 이는 제안 방식이 평균 풀링보다 핵심 토큰의 

존재 여부를 더 잘 반영하며, 중요한 과거 토큰이 

포함된 블록의 누락을 줄일 수 있음을 보여준다. 

3.3. 레이어별 동적 top-k 

기존 MoBA는 모든 레이어에 대해 query가 참조할 

블록 수를 고정하기 때문에, 레이어별 다른 희소도를 

반영하지 못한다. 따라서 본 논문에서는 calibration 

data를 이용해 레이어별 희소도를 측정하고, 그 

희소도에 반비례하도록 레이어별 top-k를 할당하는 

방식을 적용한다. 각 레이어의 희소도는 어텐션 점수가 

낮은 KV 토큰부터 순차적으로 제거하면서, perplexity가 

full attention 대비 0.01 이상 증가하지 않는 범위에서 

제거 가능한 최대 토큰 비중으로 정의하였다. 이 과정은 

그림 1. Llama-3.1-8B 모델과 PG19 데이터셋을 사
용하였다. (a) top-m 변화에 따른 정답 토큰 Recall. 
(b) 레이어별 희소도. Perplexity가 0.01 증가할 때까
지 pruning 가능한 KV 캐시 비중을 측정하였다. 
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오프라인에서 미리 수행되므로, 온라인 추론 과정에 

추가적인 연산 오버헤드를 유발하지 않는다. 

전체 레이어 수를 𝐿 , 평균 top-k값을 𝑘𝑚𝑒𝑎𝑛 , 𝑙 번째 

레이어의 top-k값을 𝑘𝑙 이라 하면, 전체 블록 예산은 𝐿 ∙

𝑘𝑚𝑒𝑎𝑛 로 고정된다. 특정 레이어에 지나치게 작은 값이 

할당되는 것을 방지하기 위해, 모든 레이어에 최소 예산 

𝑘𝑚𝑖𝑛을 먼저 부여하고 남은 예산을 희소도에 따라 차등 

분배한다. 희소도가 낮은 레이어일수록 더 많은 블록을 

참조해야 하므로, 레이어별 가중치 𝑤𝑙 은 희소도 𝑝𝑙 에 

반비례하도록 다음과 같이 정의한다. 

𝑤𝑙 =
1

(𝑝𝑙 + 𝜖)𝛼
 , 𝛼 > 0                         (4) 

여기서 𝜖은 𝑝𝑙 = 0인 경우를 대비하는 작은 상수이며, 

𝛼 는 레이어 간 할당 차이를 조절하는 매개변수이다. 

𝛼 가 클수록 희소도가 낮은 레이어에 더 많은 예산이 

집중되며, 기본값으로 𝛼 = 2 를 사용하였다. 이후 남은 

예산 𝐿 ∙ (𝑘𝑚𝑒𝑎𝑛 − 𝑘𝑚𝑖𝑛) 은 레이어별 가중치 𝑤𝑙 에 

비례하여 각 레이어에 분배하고, 정수화 과정을 거쳐 

최종 𝑘𝑙 을 결정한다. 이 과정을 통해 PS-MoBA는 

희소도가 낮은 레이어에 많은 블록을 할당하여 중요한 

문맥을 보존하고, 희소도가 높은 레이어에는 상대적으로 

적은 블록만 할당하여 불필요한 연산을 줄인다. 

 

4. 실  험 

4.1. 실험 설정 

본 논문에서는 Llama-3.1-8B 모델을 기반으로 PS-

MoBA의 성능을 평가하였다. 데이터셋은 PG19, sci-

long-context, Wikipedia로 구성된다. 기본 프롬프트 

길이는 8K, 블록 크기는 128, top-k는 8로 설정하였으며, 

이는 87.5%의 희소도에 해당한다. 

4.2. Weighted top-m recall 

PS-MoBA의 블록 선택 성능을 평가하기 위해 

weighted top-m recall을 측정하였다. Full attention 

기준 어텐션 점수가 가장 높은 𝑚 개의 토큰을 정답 

토큰으로 정의하고, 선택된 블록이 정답 토큰들을 

얼마나 포함하는지를 평가한다. 이 때 정답 토큰마다 

중요도가 다르다는 점을 반영하기 위해, 어텐션 점수 

기반 가중치를 두어 중요한 토큰을 더 큰 비중으로 

반영하도록 하였다. 그림 2에서 PS-MoBA가 대부분의 

레이어에서 높은 weighted recall을 보이는 것을 관찰할 

수 있으며, 이는 PS-MoBA가 중요한 과거 토큰이 

포함된 블록의 누락을 줄이는 데 효과적임을 보여준다. 

4.3. Full perplexity 

그림 3은 MoBA, PS-MoBA, 그리고 full attention의 

perplexity 누적분포함수(CDF)를 여러 데이터셋을 

이용해 비교한 결과이다. PS-MoBA는 MoBA 대비 평균 

PG19, Sci-long-context, Wikipedia에서 각각 78.4%, 

73.2%, 90.2%의 perplexity 감소를 달성하였다. 또한 

레이어별 동적 top-k를 적용하지 않은 PS-MoBA 

(uniform top-k)와 비교해도 각각 18.1%, 11.5%, 29.1% 

향상된 perplexity를 보였다. 

 

5. 결  론 

본 논문에서는 긴 문맥 추론에서 발생하는 어텐션 

연산 비용을 줄이기 위해 MoBA 기반의 동적 희소 

어텐션을 개선한 PS-MoBA를 제안하였다. PS-MoBA는 

평균 풀링 기반 블록 선택의 한계를 보완하기 위해 

블록 내부 key의 채널별 최대/최솟값을 활용하여 

중요한 과거 토큰이 포함된 블록의 누락을 줄인다. 또한 

레이어별 희소도를 바탕으로 top-k를 다르게 할당하여 

제한된 블록 예산을 보다 효율적으로 사용한다. 

실험 결과, PS-MoBA는 perplexity 측면에서 baseline 

대비 약 80.6%의 감소를 달성하였다. 이는 PS-MoBA가 

추가 학습 없이 긴 문맥 추론의 정확도 저하를 완화할 

수 있음을 보여준다. 
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그림 2. Weighted top-m recall(𝒎 = 𝟏𝟐𝟖). 

그림 3. Perplexity 누적분포함수. (a), (b), (c)는 각각 

PG19, sci-long-context, Wikipedia 데이터셋 결과이

다. 
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