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요   약 

 대규모 언어 모델의 온디바이스 추론에서는 제한된 연산 자원으로 인해 높은 지연이 발생한다. 

Speculative decoding은 작은 draft model이 후보 토큰을 생성하고 target model이 이를 검증하여 추론을 

가속하지만, draft 단계의 전체 vocabulary 기반 LM head 연산은 여전히 주요 병목이다. 본 논문은 모바일 

SoC 환경에서 NPU 기반 vocab selector를 활용해 현재 생성 상태에 필요한 token subset을 동적으로 선

택하고, 선택된 subset에 대해서만 GPU에서 sparse LM head를 수행하는 dynamic vocabulary 

compression 기법을 제안한다. 실험 결과, 제안 기법은 autoregressive decoding 대비 1.58배의 

throughput 향상을 달성하였으며, FR-Spec 대비 accept length와 end-to-end 성능을 개선하였다. 

 

1. 서  론
1
 

대규모 언어 모델(LLM)은 높은 성능을 보이지만, 모바일 

SoC와 같은 온디바이스 환경에서는 제한된 연산 자원과 메모

리 대역폭으로 인해 추론 지연이 크게 발생한다. 특히 LLM의 

autoregressive 생성 구조는 병렬화를 제한하므로, 이를 완화

하기 위해 작은 draft model이 후보 토큰을 생성하고 큰 

target model이 이를 검증하는 speculative decoding[1] 기법

이 활용되고 있다. 

그러나 speculative decoding에서도 draft model의 후보 생

성 비용은 여전히 주요 병목으로 작용한다. 특히 draft 단계의 

LM head는 hidden state를 전체 vocabulary로 투영해야 하므

로 vocabulary 크기에 비례하는 큰 계산량을 요구하며, 이는 

모바일 SoC 환경에서 실제 성능 향상을 제한한다. 

본 논문은 이를 완화하기 위해 draft 단계의 LM head 계산을 

전체 vocabulary가 아닌 선택된 token subset으로 제한하는 
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dynamic vocabulary selection 기법을 제안한다. 기존 static 

vocabulary compression[2]이 고정 subset을 사용하는 것과 

달리, 제안 기법은 draft model의 hidden state를 NPU 기반 

selector에 입력하여 생성 상태에 필요한 token subset을 

동적으로 예측하고, 선택된 subset에 대해서만 LM head 

계산을 수행한다. 실험 결과, 제안 기법은 autoregressive 

decoding 대비 1.58배의 성능 향상을 달성하였으며, 

온디바이스 이기종 환경에서 NPU 기반 dynamic vocabulary 

selection의 효율성을 확인하였다. 

2. 배 경 

2.1 Speculative Decoding 

  Speculative decoding[1]은 LLM의 autoregressive 생성 지

연을 줄이기 위한 추론 가속 기법이다. 일반적인 LLM 디코딩

은 이전 토큰에 의존하여 다음 토큰을 순차적으로 생성하므로, 

생성 과정의 병렬화가 제한된다. Speculative decoding은 작은 

draft model이 여러 후보 토큰을 먼저 생성하고, 큰 target 

model이 이를 한 번에 검증함으로써 target model의 순차 실

행 횟수를 줄인다. 또한 여러 후보를 묶어 처리하여 디코딩 과
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정의 메모리 바운드 특성을 완화하고 연산 자원 활용률을 높

일 수 있다. 

  최근 speculative decoding 연구에서는 SOTA 기법 중 하나

인 EAGLE 계열 방법이 활용된다. EAGLE은 target model의 

feature를 활용해 이후 위치의 feature를 예측하고, 예측된 

feature를 LM head에 입력하여 후보 토큰 분포를 계산한다. 

그러나 이 과정에서 LM head는 예측 feature를 전체 

vocabulary 공간으로 투영해야 하므로, vocabulary 크기에 비

례하는 높은 계산 비용을 요구한다. 이러한 비용은 모바일 

SoC와 같이 연산 자원이 제한된 환경에서 speculative 

decoding의 실제 성능 향상을 제한하는 병목으로 작용할 수 

있다. 

2.2 Static Vocabulary Compression 

최근 연구는 draft 단계의 LM head 병목을 완화하기 위해 

vocabulary subset을 축소하는 방향을 시도해 왔다. 대표적으

로 FR-Spec[2]은 사전 분석을 통해 draft model에서 사용할 

고정 vocabulary subset을 구성하고, 해당 subset에 대해서만 

LM head를 수행하여 후보 생성 비용을 줄인다. 이러한 static 

vocabulary compression은 구현이 단순하고 런타임 오버헤드

가 작다는 장점이 있다. 

그러나 static 방식은 고정된 vocabulary subset을 사용하

기 때문에 생성 상태에 따라 변화하는 token 분포를 효과적으

로 반영하기 어렵다. 이에 따라 실제로 필요한 token이 

subset에서 제외될 가능성이 존재하며, 이는 후보 생성 품질 

저하와 speculative decoding 수용률 감소로 이어질 수 있다. 

따라서 모바일 SoC 환경에서는 LM head 계산량을 줄이면서

도 생성 상태에 따라 필요한 token을 동적으로 선택하는 기법

이 요구된다. 

3. Dynamic Vocab Compression 

3.1 Overview 

본 논문은 EAGLE 기반 speculative decoding 의 draft 단

계에서 발생하는 LM head 계산 비용을 줄이기 위해, 모바일 

SoC 의 이기종 실행 환경을 활용한 dynamic vocabulary 

compression 을 제안한다. 기존 static vocabulary 

compression 은 오프라인 분석을 통해 고정된 token subset

을 사전에 구성하고, 모든 생성 단계에서 동일한 subset 을 사

용한다. 반면 제안 방식은 런타임에서 생성 상태에 따라 

token subset 을 동적으로 선택하고, 선택된 subset 에 대해서

만 LM head 계산을 수행한다. 

그림 1은 제안 기법의 전체 구조를 나타낸다. 제안 구조에서

는 GPU가 draft feature를 계산하는 동안, NPU상의 selector

가 현재 생성 상태를 입력으로 받아 LM head에 사용할 

token subset을 계산한다. 계산된 token index는 GPU로 전달

되며, 이후 GPU는 해당 subset에 대해서만 sparse LM head

를 수행한다. 이를 통해 selector 계산을 draft 연산과 중첩시

키고, 전체 vocabulary projection 비용을 줄여 draft 단계의 

지연 시간을 완화한다. 

3.2 Vocab Selector 

Vocab selector는 draft 단계에서 사용할 token subset을 

동적으로 결정하는 모듈이다. Selector는 target model의 

hidden state를 입력으로 받아 각 token의 중요도 score를 

계산하고, threshold 이상인 token index를 선택한다. 이후 

draft model은 선택된 token에 대응하는 LM head weight만 

사용하여 logits를 계산함으로써 전체 vocabulary projection 

비용을 줄인다. 

제안 기법은 selector 연산의 추가 지연을 줄이기 위해 

vocab selector를 NPU에, draft feature 계산 및 sparse LM 

head를 GPU에 배치한다. 이를 통해 vocab selection을 draft 

연산과 중첩시켜 동적 선택으로 인한 오버헤드를 완화한다. 

Selector는 full vocabulary 기반 실행에서 관측된 이후 후보 

위치의 token 정보를 label로 사용하여 학습되며, 단일 정답 

token이 아니라 이후 생성 과정에서 필요할 가능성이 높은 

token 집합을 포함하는 것을 목표로 한다. 

3.3 Row-major Sparse Kernel 

  Sparse kernel은 vocab selector가 선택한 token subset에 

대해서만 LM head를 수행하는 GPU 커널이다. 전체 

vocabulary를 계산하지 않고 선택된 token index에 해당하는 

LM head weight row만 계산함으로써 draft 단계의 연산량을 

줄인다. 그러나 기존 LM Head weight layout은 Q4_0 weight

와 scale 값이 block 단위로 저장되어 있어, 선택된 row만 불

규칙하게 접근하는 sparse 계산에서는 메모리 접근 효율이 낮

아질 수 있다. 

  이를 해결하기 위해 본 논문에서는 EAGLE draft model의 

LM Head weight를 row-major layout으로 재구성한다. 각 

vocab row의 quantized weight와 scale 값을 row 단위로 연

속 배치하여, GPU 커널이 선택된 token row를 효율적으로 읽

을 수 있도록 한다. 이를 통해 sparse LM head의 메모리 접

근 locality를 개선하고, dynamic vocabulary selection으로 줄

어든 계산량이 실제 draft latency 감소로 이어지도록 한다. 

4. 실 험 

4.1 실험 환경 

  제안 기법은 Galaxy S25의 Snapdragon 8 Elite 기반 모바일 

그림 1 모바일 SoC 이기종 환경에서의 Dynamic Vocabulary 

Compression 개요 
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SoC에서 평가하였다. Target model은 Llama 3 8B Instruct, 

draft model은 EAGLE-2 기반 모델을 사용하였으며, 

llama.cpp 기반 EAGLE speculative decoding 코드에 제안 기

법을 구현하였다. 

평가는 MT-Bench의 8개 category를 대상으로 수행하였고, 

주요 지표로 accept length와 decoding throughput을 측정하

였다. Dynamic 방식은 FR-Spec[2]의 vocabulary subset 크

기인 약 12,000개와 평균적으로 유사한 token 수가 선택되도

록 조정하여 동일한 vocabulary budget 조건에서 비교하였다. 

4.2 MT-Bench Accept Length 비교 

표 1은 MT-Bench category 중 일부를 대상으로 static 

vocabulary compression[2]과 제안한 dynamic vocabulary 

compression의 accept length를 비교한 결과이다. Dynamic 

방식은 overall accept length를 2.67에서 2.76으로 향상시켰

으며, 표에 제시한 4개 category에서도 대체로 static 방식과 

유사하거나 더 높은 accept length를 보였다. 

표 1 MT-Bench category에서 FR-Spec 및 Dynamic 

Vocabulary Compression의 Accept Length 비교 

 Coding Math Reason. Write. Overall 

FR-Spec 

[2] 
2.83 3.08 2.68 2.34 2.67 

Dynamic 3.02 3.10 2.87 2.52 2.76 

4.3 Row-major Sparse Kernel 

제안한 sparse kernel 의 효과를 확인하기 위해 row-major 

indexed layout 적용 전후의 draft latency 를 비교하였다. 표 

2 에서 row-major sparse kernel 적용 시 LM Head latency

는 4.9 ms 에서 1.5 ms 로, total draft latency 는 61 ms 에서 

42 ms 로 감소하였다. 이는 LM Head weight 를 sparse 접근

에 적합한 row-major layout 으로 재구성하는 것이 LM head 

계산 및 draft 단계 지연 시간 감소에 효과적임을 보여준다. 

표 2 Row-major Sparse Kernel 적용에 따른 draft latency 

비교 

 LM Head 

Latency(ms) 

Total Draft 

Latency (ms) 

w/o Row-major 

Sparse Kernel 
4.9 ms 61ms 

w Row-major 

Sparse Kernel 
1.5 ms 42ms 

4.4 End-to-End 성능 비교 

  마지막으로 제안 기법이 전체 speculative decoding 성능에 

미치는 영향을 확인하기 위해 end-to-end 성능을 측정하였다. 

Baseline은 전체 vocabulary에 대해 LM head를 수행하는 기

존 EAGLE 실행이며, 제안 기법은 dynamic vocabulary 

selection과 row-major sparse kernel을 함께 적용한 구현이

다. 표 3은 각 방식들의 accept length, throughput을 비교한 

결과로, 제안 기법은 draft 단계의 LM head 계산량을 줄이고 

선택된 token subset만 효율적으로 계산함으로써 AR 대비 

1.58배의 속도 향상을 달성하였다. 

표 3 기존 Speculative Decoding 및 Vocabulary 

Compression 기법 대비 제안 기법의 End-to-End 성능 비교 

5. 결 론 

  본 논문에서는 모바일 SoC 환경에서 EAGLE 기반 

speculative decoding의 draft LM head 병목을 완화하기 위

한 dynamic vocabulary compression 기법을 제안하였다. 제

안 기법은 생성 상태에 따라 필요한 token subset을 동적으로 

선택하고, 선택된 subset에 대해서만 LM head를 수행하여 전

체 vocabulary projection 비용을 줄인다. 또한 모바일 이기종 

환경에서 vocab selector를 NPU에, draft 연산을 GPU에 분리 

배치함으로써 selector 계산과 draft 연산을 병렬적으로 수행

하는 구조를 제시하였다. 

  실험 결과, 제안 기법은 AR 대비 1.58배, FR-Spec 대비 

1.11배의 end-to-end throughput 향상을 달성하였다. 또한 

FR-Spec 대비 overall accept length를 2.67에서 2.76으로 향

상시켜, 동적 token 선택이 고정 vocabulary subset보다 후보 

token을 더 효과적으로 보존할 수 있음을 확인하였다. 향후에

는 vocab selector의 예측 성능과 실행 효율을 개선하여 추가

적인 성능 향상을 도모할 계획이다. 
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 Accept Length 
Throughput 

(tok/s) 

AR - 11.5 

Full Vocab 3.5 14.25 

FR-Spec 2.67 16.38(x1.42) 

Dynamic 

Vocab(ours) 
2.76 18.13(x1.58) 
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