
1. 서 론
  대규모 언어 모델 추론은 입력 prompt를 처리하는 prefill 단
계와 output token을 순차적으로 생성하는 decode 단계로 구성
된다. 두 단계는 동일한 attention 연산을 수행하지만 실행 형태
는 다르다. Prefill은 다수의 query token을 함께 처리하므로 
QK 및 PV 연산에서 행렬 곱 기반 병렬성을 활용할 수 있다. 반
면 decode는 매 step 하나의 query token만 처리하므로 query 
축 병렬성이 제한되고, 긴 KV cache를 따라 병렬성을 확보해야 
한다.

  기존 attention 최적화는 주로 서버 GPU의 높은 병렬성과 메
모리 계층을 전제로 설계되어 왔다. FlashAttention 계열 기법은 
QK, softmax, PV를 tile 단위로 결합하여 중간 attention 
matrix의 외부 메모리 접근을 줄인다. Flash-Decoding은 q=1 
decode에서 KV sequence를 여러 구간으로 나누어 부족한 병렬
성을 보완한다. 그러나 모바일 GPU는 서버 GPU보다 병렬 자원
과 내부 메모리 자원이 제한적이며, OpenCL 실행 단위가 성능
에 직접적인 영향을 준다. 따라서 서버 GPU 중심의 attention 
실행 전략을 그대로 적용하기보다, prefill과 decode의 실행 특
성을 모바일 GPU에 맞게 분리할 필요가 있다.

  본 논문은 모바일 GPU 환경을 위한 phase-aware hybrid 
attention execution을 제안한다. 제안 방식은 prefill에는 
decomposed attention을 적용하고, decode에는 KVS-4 fused 
decode attention을 적용한다. 이를 통해 prefill에서는 행렬 곱 
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기반 병렬성을 유지하고, decode에서는 KV sequence 축 병렬
성을 높인다.

본 논문의 주요 기여는 다음과 같다

• Mobile-aware phase execution: Prefill에는 decomposed 
attention을, decode에는 fused decode attention을 적용하
여 phase별 실행 특성에 맞는 attention 경로를 구성한다.

• Mobile-tailored KVS-4 Decode: Decode kernel 내부에서 
KV sequence를 네 구간으로 분할하고, partial softmax 
state를 모바일 GPU의 work-group 내부에서 병합한다.

• 정량적 성능 평가: 실제 모바일 GPU 환경에서 KVS factor 
및 K/V memory path ablation을 수행하고, decomposed 
attention baseline 대비 decode throughput을 최대 43% 
향상시킴을 보인다.

2. 배경 및 관련 연구
  본 논문에서 q는 한 번의 attention 호출에서 처리되는 query 
row 수를 의미한다. Prefill 단계는 일반적으로 q>1, decode 단
계는 q=1 형태로 실행된다. 본 논문에서는 QK matmul, 
softmax, PV matmul을 분리 수행하는 경로를 decomposed 
attention으로 지칭한다. 반면 FlashAttention [1] 계열 기법처럼 
QK, softmax, PV를 tile 단위로 결합하여 중간 attention 
matrix의 외부 메모리 접근을 줄이는 경로를 tiled-fused 
attention으로 지칭한다. Fused decode attention은 q=1 
decode에서 score 계산, softmax 갱신, V accumulation을 하
나의 decode kernel 안에서 수행하는 경로를 의미한다.

  Flash-Decoding [2]은 q=1 decode의 부족한 병렬성을 보완
하기 위해 KV sequence를 여러 구간으로 나누어 처리한다. 각 
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요  약
  본 논문은 모바일 GPU 기반 대규모 언어 모델 추론에서 prefill과 decode 단계의 실행 특성 차이를 고려
한 attention 실행 방식을 제안한다. Prefill 단계는 여러 query token을 동시에 처리하므로 행렬 곱 기반 병
렬성을 활용할 수 있는 반면, decode 단계는 매 step 하나의 query token만 처리하므로 긴 KV cache에 대
한 sequence 축 병렬성이 필요하다. 이에 본 논문은 prefill에는 QK matmul, softmax, PV matmul을 분리 
수행하는 decomposed attention을 적용하고, decode에는 KV sequence를 네 구간으로 분할하여 score 계
산, softmax 갱신, V accumulation을 하나의 kernel에서 수행하는 KVS-4 fused decode attention을 적용
한다. 실제 모바일 GPU 환경에서 평가한 결과, 제안 방식은 decomposed attention baseline 대비 decode 
throughput을 최대 43% 향상시켰다.
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구간은 local maximum, softmax normalization factor, 
partial output을 계산하며, 이것들을 partial softmax state라고 
부른다. 여러 partial softmax state는 online softmax merge
를 통해 병합되므로, KV sequence를 분할하더라도 원래 
attention output을 유지할 수 있다.

  OpenCL에서 CUDA의 thread block에 대응되는 실행 단위는 
work-group이며, 동일 work-group의 work-item들은 local 
memory를 공유하고 barrier를 통해 동기화할 수 있다. 
Sub-group은 work-group 내부의 세부 실행 단위로, CUDA의 
warp와 유사하게 reduction 및 broadcast와 같은 collective 
operation을 수행한다.

  기존 연구로서 FlashAttention 및 FlashAttention-2는 
tiled-fused attention을 통해 memory traffic을 줄였고 [3], 
DistServe는 prefill과 decode를 분리하여 GPU 자원 배치와 요
청 스케줄링을 조정하였다 [4]. Flash-Decoding은 decode 단계
에서 KV sequence split을 통해 q=1의 부족한 병렬성을 보완하
였다. FlexAttention은 다양한 attention 변형을 kernel로 표현
하기 위한 programming model을 제공한다 [5].  

3. Mobile-Adaptive Phase-Aware Hybrid Attention

그림 1. Mobile-Adaptive Phase-Aware Hybrid Attention 
Overview

  그림 1은 제안하는 phase-aware hybrid attention 
execution의 전체 구조를 나타낸다. 본 기법은 attention 연산은 
유지하되, q에 따라 실행 경로를 분리한다. q>1인 prefill 단계에
서는 decomposed attention을 사용하고, q=1인 decode 단계에
서는 KVS-4 fused decode attention을 사용한다.

3.1 Decomposed Prefill Path
  Prefill 단계에서는 tiled-fused attention이 아니라 de- 
composed attention을 유지한다. 그 이유는 모바일 GPU에서 
3K prompt의 decomposed prefill이 이미 compute-side에 위
치하기 때문이다.

  그림 2는 Vicuna-7B의 3K prompt length에서 prefill 
attention의 theoretical arithmetic intensity를 Adreno 750과 
NVIDIA H100의 roofline model 위에 표시한 결과이다. 
Arithmetic intensity는 attention 연산량과 global memory 
traffic model을 기반으로 계산하였다. 서버 GPU 비교 대상으로
는 NVIDIA H100의 공개 하드웨어 스펙을 기반으로 theoretical 
roofline을 구성하였다.

  3K prompt에서 decomposed prefill의 theoretical 
arithmetic intensity는 31.03 FLOPs/Byte이고, tiled-fused 

그림 2. Prefill Attention의 Theoretical AI 기반 Roofline 비교

prefill의 ideal arithmetic intensity는 1024.00 FLOPs/Byte이
다. Adreno 750의 ridge point는 약 22.1 FLOPs/Byte이므로, 
decomposed prefill은 모바일 GPU roofline에서 compute-side
에 위치한다. 반면 H100의 ridge point는 약 295 FLOPs/Byte이
므로, 동일한 decomposed prefill은 서버 GPU roofline에서 
memory-side에 위치한다.

  따라서 모바일 GPU에서는 tiled-fused prefill의 memory 
traffic 감소가 곧바로 throughput 향상으로 이어지기 어렵다. 
본 논문은 prefill 단계에서 decomposed attention을 유지하여 
GEMM 기반 병렬성을 활용한다.

3.2 KVS-4 Decode Path
  Decode 단계에서는 q=1로 인해 query 축 병렬성이 제한된다. 
본 논문은 score 계산, online softmax 갱신, V accumulation
을 하나의 kernel에서 수행하는 fused decode attention을 사
용하고, KV sequence를 네 구간으로 나누는 KVS-4를 적용한다.

그림 3. KVS Decode Path Overview

  기존 Flash-Decoding은 KV sequence를 여러 CUDA thread 
block에 나누어 할당하고, 각 block의 partial softmax state를 
global memory에 저장한 뒤 별도 combine 단계에서 병합한다. 
반면 KVS-4는 하나의 attention head를 하나의 OpenCL 
work-group에 매핑하고, work-group 내부의 4개 sub-group이 
KV sequence를 나누어 처리한다. 각 sub-group이 계산한 
partial softmax state는 global memory에 저장하지 않고 
work-group local memory에서 병합한다. 즉, 기존 
Flash-Decoding의 inter-thread-block/global-memory merge
를 intra-workgroup/local-memory merge로 재구성한다. 이를 
통해 별도의 global-memory combine 단계 없이 하나의 
decode kernel 내부에서 partial softmax state 병합을 완료한
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다.

  여기서 KVS-4의 4는 하나의 attention head를 담당하는 
work-group 내부의 4개 sub-group이 KV sequence를 분할 처
리함을 의미한다. Split factor는 하드웨어 고정값이 아니라, 
sequence 축 병렬성과 partial state 병합 비용 사이의 균형을 
고려하여 4.3절의 ablation을 통해 선택한다.

4 실 험 결 과
4.1 실험 환경
  실험은 Snapdragon 8 Gen 3 SoC와 Adreno 750 GPU를 탑
재한 Samsung Galaxy S24 Ultra에서 수행하였다. 추론 엔진은 
llama.cpp의 OpenCL backend를 기반으로 구성하였고, 평가 모
델은 Vicuna-7B 4-bit quantized 모델을 사용하였다. 성능 지표
는 prefill throughput과 decode throughput으로 구분하였다.

  Prefill 비교에서 사용하는 fused attention은 2장에서 정의한 
tiled-fused attention을 의미한다. 즉, QK, softmax, PV를 tile 
단위로 결합하여 하나의 prefill kernel에서 수행하는 경로이다. 
이는 decode 단계에서 score 계산, softmax 갱신, V 
accumulation을 하나의 kernel로 결합하는 fused decode 
attention과 구분된다.

4.2 End-to-End Throughput 성능 비교

그림 4. Prefill/Decode Throughput 비교

  그림 4는 prompt length에 따른 end-to-end throughput을 
나타낸다. 그림 4(a)의 prefill throughput은 prompt length에 
대해 단조적으로 증가하지 않는다. 짧은 prompt에서는 kernel 
launch 및 scheduling overhead가 상대적으로 크게 작용하고, 
긴 prompt에서는 QK/PV 연산량과 KV cache 접근량이 증가하
기 때문이다. 따라서 256-token 지점의 peak는 overhead 
amortization과 sequence length 증가 비용 사이의 중간 구간
에서 나타난 결과로 해석된다. 그러나 모든 prompt length에서 
decomposed attention은 tiled-fused attention보다 높은 
throughput을 보인다. 특히 3K prompt에서 decomposed 
attention은 64.47 tokens/s, tiled-fused attention은 44.47 
tokens/s를 기록한다. 이는 그림 2의 roofline 분석과 일관되며, 
모바일 GPU prefill에서는 tiled-fused attention의 memory 
traffic 감소가 추가 연산 및 동기화 비용을 상쇄하지 못함을 보
여준다.

  그림 4(b)에서 decode 단계는 제안 방식이 모든 prompt 
length에서 decomposed attention baseline보다 높은 
throughput을 보인다. 3K prompt에서 decode throughput은 
baseline의 6.70 tokens/s에서 제안 방식의 9.58 tokens/s로 증
가하여 약 43% 향상된다. 이는 긴 KV cache에서 KVS-4의 
sequence 축 병렬화가 decode 성능을 개선함을 보여준다.

4.3 Ablation Study

  그림 5는 KV depth에 따른 KVS factor ablation 결과를 나타
낸다. KVS-1은 KV sequence를 분할하지 않는 경우이며, 
KVS-2, KVS-4, KVS-8은 각각 KV sequence를 2개, 4개, 8개 
구간으로 나누어 처리하는 경우이다.

  전체 KV depth 구간에서 KVS-4가 가장 높은 decode 
throughput을 보인다. 3K KV depth에서 KVS-1은 5.45 
tokens/s, KVS-4는 9.58 tokens/s를 기록한다. KVS-2는 split 
수가 부족하고, KVS-8은 partial softmax state 병합 및 
synchronization 비용이 증가한다. 따라서 KVS-4는 sequence 
축 병렬성과 병합 비용 사이의 균형점으로 확인된다.

그림 5. KVS Factor에 따른 Decode Throughput 비교

5. 결 론
  본 논문은 모바일 GPU 기반 LLM 추론에서 prefill과 decode
의 실행 특성 차이를 고려한 phase-aware hybrid attention 
execution을 제안하였다. Prefill 단계에서는 decomposed 
attention을 유지하고, decode 단계에서는 KVS-4 fused 
decode attention을 적용하였다. KVS-4는 KV sequence split
을 work-group 내부 sub-group에 할당하고, partial softmax 
state를 local memory에서 병합한다. 또한 K와 V의 연산상 역
할 차이를 반영하여 asymmetric memory path를 적용하였다. 
실제 모바일 GPU 환경에서 평가한 결과, prefill에서는 
decomposed attention이 tiled-fused attention보다 높은 
throughput을 보였고, decode에서는 제안 방식이 decomposed 
attention baseline 대비 최대 43% 높은 throughput을 달성하
였다.
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