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요   약 

 대규모 언어 모델의 장문 컨텍스트 처리에서 KV 캐시는 메모리 및 연산 병목의 주요 원인이

다. 기존의 청크 단위 압축은 토큰 단위 압축보다 핵심 정보를 잘 보존하지만, 시퀀스를 고정 길

이로 분할하기 때문에 청크 경계에서 의미적 연관성이 단절되는 한계가 있다. 본 논문에서는 고

정 청크 경계 주변에서 어텐션 스코어 QK/ d  가 가장 낮은 지점을 탐색하여 청크 경계를 조

정하는 가변 길이 청크 경계 탐색(Variable Sized Chunk Boundary Search) 기법을 제안한다. 

LongBench Qasper 태스크 실험 결과, 제안 기법은 압축률 60~80% 구간에서 일관되게 기존 압

축 방법보다 높은 성능을 보였다. 
 

1. 서  론1 
최근 대규모 언어 모델(Large Language Model, 

LLM)은 자연어 처리 전반에서 핵심적인 역할을 하며 
활용 범위가 급격히 확대되고 있다. 그러나 문서 요약, 
장문 질의응답, 다중 턴 대화 등 실사용 시나리오에서 
처리할 컨텍스트가 길어짐에 따라, 추론 과정에서 
누적되는 KV 캐시(Key-Value Cache)의 크기가 메모리 
및 연산 효율의 주요 병목 지점이 되고 있다. 
  캐시 크기를 줄이고 병목을 해결하기 위해 KV 캐시를 
압축하는 연구가 활발히 진행되어 왔다. SnapKV[1]는 
프리필(prefill) 단계에서 토큰별 중요도를 기반으로 
중요하지 않은 토큰을 KV 캐시로부터 제거하는 기법을 
제안하였다. 그러나 이처럼 각 토큰을 개별적으로 
제거하면 토큰 간 의미적 의존성을 간과하여 필수 
정보의 손실로 이어질 수 있다. 이를 해결하기 위해 

 

* 이 논문은 삼성전자 미래기술육성센터의 지원을 받아 수행
된 연구임(과제번호 SRFC-IT2402-15) 

ChunkKV[2]는 토큰을 청크 단위로 묶어서 제거하는 
방식을 제안하여 의미 덩어리를 보존하고자 하였다. 

그러나 ChunkKV[2]는 컨텍스트를 고정 길이 청크로 
단순 분할하므로, 그림 1과 같이 청크 경계 주변 토큰들 
사이의 의미적 연관성을 반영하지 못한다. 따라서 본 
논문에서는 청크 경계 설정 시 의미적 연관성을 
고려하는 가변 길이 청크 경계 탐색 기법을 제안한다. 

 
2. 배 경 
2.1 KV 캐시와 메모리 및 연산 병목 

Transformer 기반 LLM은 추론 시 자기 주의(Self-
Attention) 연산을 위해 각 레이어에서 이전 토큰들의 
Key와 Value 벡터를 캐시에 저장하여 중복 연산을 

그림 1. ChunkKV[2]에서의 청크 간 의미 단절 
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방지한다. 이때 KV 캐시의 메모리 사용량은 시퀀스 
길이에 따라 선형적으로 증가하며, Attention 연산량은 
시퀀스 길이의 제곱에 비례한다. 이는 장문 컨텍스트 
처리 시 배치 크기와 처리 속도를 직접적으로 제한한다. 

 
2.2 KV 캐시 압축 

메모리 사용량과 연산량을 모두 줄이기 위해 KV 캐시 
압축이 연구되어 왔다. 초기에는 중요도가 낮은 토큰을 
KV 캐시로부터 개별적으로 제거하는 토큰 단위 
제거(eviction) 방식이 제안되었다. StreamLLM[3]은 
제거될 토큰이 디코딩 중 바뀌지 않는 정적(static) 
방식이며, 시퀀스에 상관없이 초기 토큰(attention 
sink)과 슬라이딩 윈도우 내 토큰만을 유지한다. 
H2O[4]는 디코딩 단계마다 누적 attention score를 
기준으로 중요도가 낮은 토큰을 동적으로 제거한다. 
SnapKV[1]는 프리필 단계에서 observation window의 
질의(query)를 활용하여 attention 기반 토큰별 
중요도를 계산하고, 보존할 토큰을 정적으로 선별한다. 
이 방법들은 토큰을 개별 단위로 제거하기 때문에 
의미적으로 밀접한 토큰들이 분리되는 한계가 있다. 

ChunkKV[2]는 시퀀스를 고정 길이 청크로 분할하고, 
청크 내 토큰들의 중요도 평균으로 청크 단위로 보존 
여부를 결정하여 이 문제를 해결한다. 이는 의미적으로 
연관된 토큰들이 함께 유지될 가능성을 높인다. 

 
3. 본 론 

본 논문에서는 ChunkKV[2]의 고정 청크 경계를 
기반으로, 그 주변에서 앞 청크와 의미적 단절이 가장 
강하게 발생하는 지점을 동적으로 탐색하여 청크 
경계를 조정할 것을 제안한다. 이를 통해 그림 2와 같이 
고정 길이 청크 경계에 있던 토큰들의 의미적 연관성을 
보존하는 것을 목표로 한다. 전체 알고리즘은 (1) 가변 
길이 청크 경계 탐색, (2) 청크 점수 산출, (3) 보존 청크 
선택의 세 단계로 구성된다. 
 
3.1 가변 길이 청크 경계 탐색 

그림 3은 가변 길이 청크 경계를 탐색하는 방법을 
개괄적으로 보여준다. 시퀀스 길이가  , 고정 청크 
길이가 일 때, 고정 길이 청크 경계의 집합은  = { ∣ =  × ,   ∈ ℕ} 로 정의된다. 각 고정 길이 청크 경계  ∈  에 대해 탐색 창 [ − ,  + ] 내에서 해당 
청크와의 의미적 유사도가 가장 낮은 토큰을 탐색하여 
가변 길이 청크 경계 ∗ = {∗, ∗, … }를 구한다. 

트랜스포머의 어텐션 스코어 /  는 특정 
토큰의 쿼리가 어떤 토큰의 키를 참조해야 하는지 
결정하는 지표다. 따라서 후보 토큰의 쿼리가 앞에 오는 

토큰들의 키를 참조해야 한다면, 즉 어텐션 스코어가 
크다면, 후보 토큰이 앞에 오는 다른 토큰들과 의미적 
연관성이 높다는 의미로 해석할 수 있다. 반대로 어텐션 
스코어가 작다면, 후보 토큰이 앞에 오는 다른 토큰들과 
의미적으로 단절되었다는 신호이므로 해당 청크와 다음 
청크의 경계가 될 수 있다. 여러 후보 토큰, 다시 말해 
여러 쿼리에 대한 어텐션 스코어를 비교하는 
상황이므로, 개별 쿼리에 대해 여러 키의 상대적 어텐션 
스코어를 구하는 softmax 정규화는 적용하지 않는다. 

각 후보 토큰  ∈ [ − ,  + ] 에 대해, 후보 
토큰과 앞 청크 사이의 어텐션 스코어는 (:) /    로 계산된다. 이때  는  의 쿼리 
벡터고, : 는 앞 청크의 시작 인덱스  =  × ( −1)부터 ( − 1) 까지의 키를 평균내어 구한 벡터이다. 

어텐션 스코어를 후보 토큰마다 직접 계산하면 ( ⋅ )의 연산이 필요하다. 본 논문에서는 키 벡터의 
누적합을 사전에 계산하여 임의 구간의 평균을 (1)에 
조회함으로써 연산 오버헤드를 ()으로 절감한다. 

 
3.2 청크 점수 산출 및 보존 청크 선택 

각 청크의 점수는 ChunkKV[2]와 동일하게 청크에 
속한 토큰들의 점수(global score)를 평균내어 구한다. 
이때 토큰 점수는 SnapKV[1]에서 계산한다. 

가변 길이 청크에서는 ChunkKV[2]와 다르게 보존할 
청크 개수를 ⌊/⌋ 로 바로 계산할 수 없으므로, 청크 
점수가 높은 것부터 그리디 방식으로 선택한다. 
압축률이 일 때 보존할 토큰 예산은 ⌊ ⋅ (1 − )⌋이다. 

 
4. 실험 
4.1 실험 설정 및 구현 

본 실험은 LongBench 벤치마크의 Qasper 태스크를 
대상으로 다양한 압축률에서 SnapKV[1], ChunkKV[2]와 
제안 방법을 비교하였다. 평가 지표는 F1 점수이며, 

그림 2. 가변 길이 청크의 의미적 연관성 보존 

그림 3. 가변 길이 청크 경계 탐색의 개요 
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점수가 높을수록 모델이 생성한 답변과 정답 답변 
사이에 공통된 단어가 많다는 것을 의미한다. 모델은 
Meta-Llama-3-8B-Instruct를, GPU는 NVIDIA GeForce 
RTX 3090 (24GB) 2개를 사용하였다. 

제안 기법과 ChunkKV[2]는 SnapKV[1]를 래핑하여 
구현되었다. SnapKV[1]의 탐색 창(observation window) 
크기는 kvpress 라이브러리의 기본값 64로 고정하였다. 
트랜스포머 구조상 어텐션 마스크를 한 번만 계산하고 
다른 레이어에서 재사용하므로, 압축 후 KV 캐시 
길이가 모든 레이어에서 동일해야 한다. 제안 기법은 
가변 길이 청크 단위로 압축하므로, 보존되는 KV 캐시 
길이가 레이어마다 다를 수 있다. 이러한 구현상의 
문제를 해결하기 위해, 보존되는 KV 캐시 길이가 예산 ⌊ ⋅ (1 − )⌋와 같아질 때까지 다음 순위 청크에서 토큰 
단위로 추가 선택한다. 
 
표 1. 다양한 압축률에서의 성능 비교 ( = ,  = ) 

 FullKV  =0.6 0.7 0.8 0.9 
SnapKV 

42.18 
39.21 38.84 38.64 34.07 

ChunkKV 40.63 39.46 39.40 33.04 
제안 방법 41.20 39.80 39.93 31.94 
 
4.2 실험 결과 

표 1에서 볼 수 있듯이, 제안 방법은 압축률 0.6~0.8 
에서 베이스라인 대비 일관된 성능 향상을 보였다. 이는 
제안 기법이 온건한 압축률에서 고정 길이 청크나 토큰 
단위 압축보다 핵심 문맥 정보를 잘 보존함을 의미한다. 

압축률 0.9에서는 제안 방법이 베이스라인보다 낮은 
성능을 보였다. 이는 두 가지 원인 때문이다. 첫째, 가변 
길이 청크 환경에서 레이어 간 KV 캐시 길이를 맞추기 
위해 남는 예산만큼 보존할 토큰을 추가 선별하는 
과정이 성능을 저하시키기 때문이다. ChunkKV[2]를 
대상으로 동일한 처리를 적용한 결과, 33.04에서 
32.49로 성능이 하락함을 확인하였다. ChunkKV[2]에서 
기존 방식대로 예산을 소폭 남기더라도 청크 단위로만 
보존 및 제거하는 방식이 가장 나은 성능을 보였으며, 
이는 토큰 단위 추가 선별보다 청크의 의미적 완결성을 
유지하는 것이 중요함을 시사한다. 

둘째, 극단적인 압축률에서는 탐색 창 크기의 영향이 
커지기 때문이다. 실제로 탐색 창 크기를 32, 16으로 
줄일수록 압축률 0.9에서 제안 기법과 ChunkKV[2]가 
SnapKV[1]를 따라잡는 경향을 보였다. 

 
4.3 탐색 창 크기에 따른 성능 분석 

탐색 창 크기  가 가변 길이 청크 경계 조정의 
유연성에 미치는 영향을 분석하기 위해  ∈ {3,5,7}에서 

실험을 수행하였다. 표 2에서 확인할 수 있듯이, 청크 
길이  = 10일 때  = 5 가 전반적으로 가장 안정적인 
성능을 보였다.  = 3 은 탐색 범위가 좁아 의미적 
단절점을 충분히 탐색하지 못하여 가변 길이 청크의 
이점을 많이 누리지 못한다.  = 7은 압축률 0.8 이상 
구간에서 성능이 급격히 저하되는 경향을 보였다. 이는 
탐색 창이 지나치게 넓으면 고정 경계에서 멀리 떨어진 
위치로 경계가 이동하여 청크 길이의 불균형이 커지고, 
압축률이 높을 때 이 불균형이 성능 저하로 이어지기 
때문으로 이해할 수 있다. 따라서 본 논문에서는  =5를 기본값으로 채택한다. 

 
표 2. 다양한 탐색 창 크기에서의 성능 비교 ( = ) 

 FullKV  =0.6 0.7 0.8 0.9  = 3 
42.18 

40.85 39.85 37.98 31.62  = 5 41.20 39.80 39.93 31.94  = 7 40.82 41.16 37.0 30.75 
 
5. 결론 

본 논문에서는 KV 캐시 압축에서 고정 길이 청크 
경계의 의미적 단절 문제를 해결하기 위해 가변 길이 
청크 경계 탐색 기법을 제안하였다. 제안 기법은 고정 
청크 경계 주변의 탐색 창에서 어텐션 스코어 /  를 기반으로 청크 경계를 탐색하고, 키 벡터 
누적합을 활용하여 연산 오버헤드를 최소화하였다. 
LongBench Qasper 태스크, 압축률 60~80% 구간에서 
SnapKV 및 ChunkKV 대비 일관된 성능 향상을 보였다. 
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