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Hierarchical N:M Sparsity를 통한
DNN 모델 가속화

(Accelerating DNN Models via Hierarchical N:M Sparsity)

유 승 민 † 이 하 윤 † 신 동 군 ††

(Seungmin Yu) (Hayun Lee) (Dongkun Shin)

요 약 N:M sparsity pruning은 NVIDIA의 Sparse Tensor Core 기술을 활용하여 심층 신경망을 압

축하는 강력한 기법입니다. 하지만 이 기법은 하드웨어에 제한으로 인해 압축률이 고정되고 불필요한 입력 

데이터 접근이 늘어나며 불균형한 중요 파라미터의 분포를 해결하지 못한다. 본 논문은 vector sparsity를 

먼저 적용한 후 N:M sparsity를 적용하는 Hierarchical N:M(HiNM) sparsity를 제안하고, 이 sparsity를 

위해 설계된 2-axis channel permutation (2CP) 기법을 제안한다. 실험 결과, HiNM sparsity은 기존 

N:M sparsity보다 2배 높은 압축률에서 latency가 평균적으로 37% 감소하였다.

키워드: NVIDIA GPU, 희소 텐서 코어, N:M 희소성, 채널 순열 알고리즘, 프루닝

Abstract N:M sparsity pruning is an effective approach for compressing deep neural networks by

leveraging NVIDIA’s Sparse Tensor Core technology. Despite its effectiveness, this technique is

constrained by hardware limitations, leading to fixed compression ratios and increased access to

unnecessary input data, and does not adequately address the imbalanced distribution of essential

parameters. This paper proposes Hierarchical N:M (HiNM) sparsity, where vector sparsity is applied

prior to N:M sparsity for various-levels of sparsity. We also introduce a novel permutation technique

tailored for HiNM sparsity, named 2-axis channel permutation (2CP). The experimental results showed

that HiNM sparsity achieves a compression ratio twice that of traditional N:M sparsity while reducing

latency by an average of 37%.
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1. 서 론

딥 러닝 모델이 지속적으로 발전함에 따라, 산업계는 모

델의 정확도를 향상시키기 위해 모델 크기를 확대해왔다.

예를 들어, 컴퓨터 비전 분야에서 사용되는 DALL-E[1]

는 약 120억개의 파라미터를 사용하고, 자연어 처리에서

는 사용되는 대규모 언어 모델인 GPT-3[2]는 1750억개 

이상의 파라미터를 사용한다. 그러나 모델의 무분별한 
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확장은 메모리 요구 사항과 계산 복잡성을 증가시켜 많

은 비즈니스 응용 분야에서 상당한 부담이 되고 있다.

이 문제를 완화하기 위해, 기존 연구[3,4,5]들은 pruning

기법을 제안해왔다.

Pruning 기법은 딥 러닝 모델의 가중치 요소들의 중

요도를 표현하고 중요하지 않은 가중치를 제거하여 모

델의 정확도를 해치지 않고 경량화 한다. 이 기법은 

pruning을 통해 나타나는 sparsity 패턴에 따라 모델의 

정확도와 계산 속도 사이에 트레이드오프를 발생시킨다.

예를 들어, element-wise pruning 기법[5]은 각 가중치 

요소를 개별적으로 제거함으로써 모델의 정확도를 유지

한다. 그러나 이 방법은 불규칙한 sparsity 패턴을 야기

하여, 가중치 요소에 해당하는 입력을 인덱싱하는 과정

을 복잡하게 만든다. 이는 메모리 접근의 불규칙성을 초

래하고 모델의 전체적인 계산 속도를 느리게 하는 결과

를 가져온다.

최근 NVIDIA의 Sparse Tensor Core (STC)[6]는 

N:M sparsity 패턴이라고 불리는 새로운 pruning 패턴

의 연산을 지원하기 시작했다. N:M sparsity는 가중치

의 동일한 output (row) channel에서 연속적인 M개의 

가중치 요소들을 하나의 stripe로 활용하며, stripe 내의 

임의의 N개를 제외한 나머지 가중치 요소들을 제거한다.

이는 stripe이라고 불리는 구조적 패턴 내에서 불규칙한 

패턴을 가지므로 기존의 element-wise pruning 기법[5]

과 같이 정확도 감소를 최소화한다. 한편, element-wise

pruning 패턴과 달리, N:M sparsity은 STC의 하드웨

어 기반 인덱싱을 통해 가중치 요소에 해당하는 입력에 

접근한다. 이는 하드웨어에서 복잡한 인덱싱 시스템을 

처리함으로써 불규칙한 메모리 접근을 줄일 수 있다.

그림 1은 N과 M이 각각 2와 4로 설정된 N:M sparsity

패턴을 적용한 가중치의 저장 방식과 STC에서 Sparse

Matrix Multiplication (SpMM) 연산 과정을 설명한다.

이 때, 색상은 입력 채널에 따라 다르게 표현한다. N:M

sparsity 패턴은 stripe에서 선택된 가중치 요소의 위치

를 2비트 인덱스로 저장한다. 그림1(a)를 보면, 첫 번째 

행의 첫 stripe에서 세 번째와 네 번째 가중치 요소가 

선택되고, 각 가중치 요소의 위치는 2비트 인덱스인 2와 

3으로 표현된다. 이후 SpMM 연산을 위해 GPU의 글로

벌 메모리에서 압축된 가중치, NM 인덱스, 입력이 공유 

메모리를 통해 STC 내의 레지스터로 로드된다. 그림

1(b)에서는 압축된 가중치, 인덱스, 입력이 블록 단위로 

공유 메모리에 로드되어 GPU의 병렬성을 활용하고,

STC에서는 하드웨어 기반 인덱싱을 통해 가중치 요소

에 해당하는 입력 값이 선택된다. 이후, 행렬 곱 누적 

(MMA) 연산을 통해 최종 출력 값이 반환된다.

그러나, N:M sparsity는 NM 인덱스와 pruning 패

턴으로 인해 세 가지 문제를 가지고 있다. 첫 번째 문제

는 STC가 인덱싱을 통해 입력에 접근하면서 인덱싱 오

버헤드를 줄이지만, 불필요한 입력 요소도 레지스터로 

읽어야 한다는 것이다. 그림1(b)를 보면, STC에서 

SpMM 연산에 필요한 입력 요소의 수는 4개이지만,

STC는 총 8개의 입력 요소를 레지스터에 로드 한다.

이로 인해 불필요한 메모리 접근이 증가하게 된다.

두 번째 문제는 STC에서 하드웨어 기반 인덱싱을 통

해 사용되는 인덱스가 2비트로 고정되어 있어, 오직 2:4

sparsity만 지원된다는 점이다. 최근 연구[7]에서는 2:8

이나 2:16과 같은 높은 압축 비율을 가진 N:M sparsity

패턴으로 딥 러닝 모델을 pruning 했을 때도 정확도 손

실이 거의 없다는 것이 실험을 통해 입증되었다. 그러나 

이러한 sparsity 패턴은 압축된 가중치의 위치를 인덱스

로 표현하기 위해 2비트 이상이 필요하기 때문에, STC

의 하드웨어 기반 인덱싱의 혜택을 받을 수 없다.

마지막 세 번째 문제는 uniform sparsity 문제이다.

이 문제는 N:M pruning 기법이 모든 stripe에서 동일

한 수의 가중치 요소를 제거하는데, 이는 stripe 간 중

요 가중치 요소의 분포 불균형에 취약하다. Stripe는 한 

출력 채널에서 연속된 M개의 가중치 요소로 구성되어,

stripe에 따라 중요 가중치 요소의 수가 변할 수 있다.

그럼에도 N:M sparsity는 모든 stripe에서 일괄적으로 

동일한 수의 가중치 요소가 제거하며, 이로 인해 중요한 

가중치 요소가 제거되거나 중요하지 않은 가중치 요소

가 선택되는 경우가 발생한다. 이는 궁극적으로 딥 러닝 

모델의 정확도를 저하시키게 된다.

본 논문에서는 N:M sparsity와 관련된 문제점들을 

극복하기 위해 Hierarchical N:M (HiNM) sparsity 패

턴을 제안하고, 이에 적합한 GPU 커널을 개발하였다.

HiNM sparsity 패턴은 N:M sparsity 패턴을 적용하기 

전에 vector-wise (VW) sparsity 패턴을 적용함으로써,

이중 레벨의 sparsity 구조를 형성한다. VW pruning

기법은 가중치를 벡터 단위로 그룹화하고, 중요도가 낮

그림 1 N:M 희소성와 이를 통한 SpMM 연산 과정

Fig. 1 N:M sparsity and SpMM operation process
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은 벡터를 제거한 뒤, 벡터 인덱스로 각 벡터의 위치를 

저장한다. 이 방법은 GPU의 글로벌 메모리에서 공유 메

모리로 데이터를 로드할 때 필요한 입력 요소만 선택적

으로 읽도록 하여, 불필요한 메모리 접근을 줄일 수 있다.

HiNM sparsity 패턴은 VW pruning을 통해 불필요

한 가중치를 사전에 제거함으로써 N:M pruning을 수행

할 때 stripe 내에서 중요하지 않은 가중치의 선택을 방

지한다. 이는 기존 N:M sparsity의 한계를 넘어서서 가

중치의 중요도에 따라 더 효율적인 가중치 압축이 가능

하게 하며, 이로 인해 메모리 접근 효율성과 연산 속도

가 향상될 수 있다. 또한, 벡터 인덱스를 활용함으로써 

다양한 압축 비율을 지원할 수 있으며, STC의 하드웨어

기반 인덱싱과 결합하여 높은 성능을 달성할 수 있다.

그림 2는 HiNM sparsity 패턴의 압축 방법을 상세히 

설명한다. 그림 2(a)에서 HiNM sparsity 패턴을 보여주

고 있다. HiNM sparsity는 먼저 그림 2(b)에서 보이듯

이 VW sparsity를 통해 가중치를 압축하고, 벡터 인덱

스로 살아남은 벡터의 위치를 표현한다. 이어서 그림 

2(c)에서는 N:M sparsity를 적용하여 가중치를 추가로 

압축하고, NM 인덱스는 각 stripe 내에서 선택된 가중

치 요소의 위치를 나타낸다. HiNM sparsity 패턴은 최

종적으로 벡터 및 NM 인덱스와 함께 압축된 가중치를 

메모리에 저장한다.

HiNM sparsity 패턴은 서로 다른 채널 축에 대하여 

sparsity 패턴을 가지기 때문에 축에 따라 서로 다른 목

적으로 pruning 해야 한다. HiNM pruning기법은 입력 

채널 축에 따라 벡터 단위로 중요한 가중치 요소들이 

모이도록 해야 하고, 출력 채널 축에 따라 stripe 간 중

요한 가중치 요소가 골고루 분산되도록 해야 한다. 이러한

문제를 대처하기 위해 본 논문에서는 HiNM sparsity에 

대한 2-axis Channel Permutation (2CP) 기법을 제안

한다. 이 기법은 출력 채널의 순서와 입력 채널의 순서

를 변경하여 가중치의 중요성에 따라 더 효율적으로 가

중치 요소들을 벡터 단위로 그룹화하고, N:M sparsity

패턴의 stripe 간 중요 가중치 분포의 균형을 개선하는

데 목적을 둔다.

2CP 기법은 두 주요 단계로 구성된다. 첫 번째 단계인

output channel permutation (OCP)에서는 출력 채널의 

순서를 재배열하여 중요도가 낮은 가중치 요소들이 벡터

단위로 효율적으로 그룹화되도록 한다. 이 조정은 VW

sparsity 과정에서 제거되는 가중치의 중요도를 최소화

하고 중요 가중치의 보존 가능성을 높인다. 두 번째 단

계인 input vector permutation (IVP)에서는 남아 있는 

벡터들의 위치, 즉 벡터 인덱스의 순서를 조정하여 N:M

sparsity 단계에서 stripe 간의 가중치 제거가 균형 있

게 이루어지도록 한다. 이러한 조정은 uniform sparsity

문제를 해결하고 중요 가중치의 잘못된 제거를 줄이는 

데 기여한다.

본 논문에서는 다양한 크기의 가중치 행렬을 대상으

로 NM과 HiNM의 지연 시간(latency)을 비교 분석한

다. 실험 결과에 따르면, 50% 압축률을 가진 NM에 비

해 75% 압축률을 가진 HiNM이 평균적으로 37% 낮은 

latency를 달성하는 것으로 나타났다. 또한, ResNet 모

델에서의 2CP 기법의 성능 평가를 위해 accuracy를 측

정하였다. 실험에 따르면, ResNet18 모델과 ResNet50

모델에서 2CP 기법을 적용하기 전과 후의 accuracy 비

교에서 각각 5.12%와 4.12%의 향상되었다.

본 논문은 총 여섯 개의 장으로 구성되어 있다. 두 번

째 장에서는 배경과 관련 연구를 리뷰하여 HiNM과 

2CP 기법의 연구 맥락과 필요성을 설명한다. 세 번째 

장에서는 HiNM의 메모리 저장 방식과 GPU에서의 연

산 방식을 상세히 서술한다. 네 번째 장에서는 2CP 기

법의 OCP 및 IVP 기법을 설명한다. 다섯 번째 장에서

는 HiNM을 활용한 GPU kernel의 성능 및 2CP 기법

의 효율성을 실증적으로 증명하는 실험 결과를 제시한

다. 마지막 여섯 번째 장에서는 연구의 주요 발견과 결

론을 도출한다.

2. 배경 및 관련 연구

2.1 Pruning 기법

Pruning 기법은 가중치를 제거하는 단위에 따라

fine-grained sparsity와 coarse-grained sparsity로 분

류할 수 있다. Fine-grained sparsity[7]는 개별 가중치

를 선택적으로 제거하는 unstructured pruning 방식을 

채택하여, 모델의 압축 비율을 높이면서도 정확도를 유

지할 수 있다. 그러나 이 방식의 sparsity 패턴은 불규

칙적이기 때문에, GPU에서의 SpMM 연산 처리 과정에

서 복잡한 인덱스 구조가 필요하게 되며, 이는 불규칙한 

메모리 접근을 유발하여 높은 압축률에도 불구하고 지

연 시간을 증가시킬 수 있다.

반면, coarse-grained sparsity [8] 가중치를 채널 단

그림 2 계층적 N:M 희소성

Fig. 2 Hierarchical N:M sparsity
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위나 필터 단위와 같은 더 큰 단위로 구조화하여 제거

하는 structured pruning 방식을 사용한다. 이 접근법은 

GPU에서의 SpMM 연산을 위한 인덱스의 양을 상당히 

줄일 수 있어 연산 효율을 높인다. 하지만, 중요한 가중

치 요소가 중요하지 않은 가중치 요소들과 함께 제거될 

위험이 있어 fine-grained sparsity에 비해 모델의 정확

도가 저하될 가능성이 있다. 이러한 트레이드-오프는 

pruning 기법을 선택할 때 고려해야 할 중요한 요소로 

작용한다.

최근 연구[3,4]에서는 unstructured pruning방식과 

structured pruning 방식의 절충점으로, 가중치의 입력 

채널 축을 따라 벡터 단위로 그룹화하고, 중요도가 낮은 

벡터를 제거하는 vector-wise (VW) pruning방식이 제

안되었다. 이 기법은 살아남은 벡터들의 위치를 벡터 인

덱스로 저장하고, 이 인덱스를 통해 GPU의 글로벌 메모

리로부터 공유 메모리로 입력을 로드 할 때 입력 요소를

효율적으로 불러온다. 그러므로, fine-grained sparsity에

비해 인덱싱 오버헤드를 줄이면서, structured pruning

방식보다 모델의 정확도 저하도 완화한다.

본 논문에서는 GPU의 병렬 처리 능력을 최대화하기 

위해 각 블록마다 동일한 수의 벡터를 제거함으로써 

GPU에서의 load balancing을 조정한다. 이를 통해 병

렬성이 극대화되고, 전체적인 연산 효율이 향상된다.

그림 3는 GPU에서 VW sparsity 패턴을 활용한 

Sparse Matrix Multiplication (SpMM) 연산 방식을 

보여준다. 이 그림에서는 입력 채널 축을 따라 벡터를 

묶어 소프트웨어 인덱싱을 통해 공유 메모리로 입력을 

로드 하는 과정이 설명되어 있다. 이 과정에서 입력 요

소들은 가중치 벡터들이 동일한 입력 요소들을 공유하

기 때문에 최대한 재사용 가능하며, 공유 메모리에서의 

VW sparsity 패턴을 통한 SpMM 연산은 기존의 행렬 

곱 연산(GEMM)과 유사하게 진행된다. 이러한 설계는 

GPU 연산의 효율성을 높이는 데 중요한 역할을 한다.

2.2 Channel Permutation 기법

Channel Permutation 기법은 가중치의 중요도를 기반

으로 하여, 중요하지 않은 가중치 요소들이 VW sparsity

패턴이나 N:M sparsity 패턴에 잘 부합하도록 채널의 

순서를 재정렬하는 전 처리 방법이다. 이 기법은 목표 

축의 채널들을 벡터 또는 stripe의 크기에 따라 파티션

을 나누고, 파티션 간 채널 이동을 통해 전체 채널의 순

서를 재정렬한다.

Channel permutation의 절차는 샘플링, 클러스터링,

할당의 세 단계로 구성된다. 샘플링 단계에서는 파티션 

내 일부 채널을 추출한다. 이 후, 클러스터링 단계에서

는 선택된 채널 수가 파티션 수를 초과할 경우, 클러스

터링을 통해 같은 파티션에 속할 채널들을 그룹화한다.

마지막으로 할당 단계에서는 클러스터 된 채널 그룹을 

적절한 파티션에 배치한다. 그림 4는 벡터의 크기가 3인 

경우, VW sparsity 패턴을 위한 channel permutation

과정을 예시로 보여주고 있다. 이 과정은 3개의 출력 채

널을 각각의 파티션으로 나누고, 샘플링 과정에서 각 파

티션에서 2개의 채널을 선택한다. 이후 클러스터링 과정

을 거쳐 적절한 파티션에 채널을 할당하고 위 과정을 

반복 수행하여 점진적으로 최적의 채널 순서를 찾아가

게 된다.

최근 연구에서 VW sparsity 패턴을 위한 output

channel permutation 기법[3]이 제안되었다. 이 기법은 

모든 채널에 대해 균형 잡힌 k-means 알고리즘을 사용

하여 유사한 중요도 분포를 가진 채널들을 그룹화하고,

중요도에 따라 가중치를 벡터 단위로 묶는다. 그러나 이 

기법은 한 번의 과정으로 모든 채널의 최적의 순서를 

찾기 때문에, 출력 채널들을 정확하게 그룹화하는 데 어

려움이 있다.

N:M sparsity 패턴을 위한 input channel permutation

기법[9]은 입력 채널의 순서를 변경하여 stripe 내에서 

중요하지 않은 가중치 요소의 수를 균형 있게 배치한다.

이는 stripe 크기에 따라 입력 채널들을 파티션으로 나

누고, 임의의 두 파티션에서 채널을 한 개씩 선택한다.

그림 3 벡터 기반 희소성을 통한 SpMM 연산

Fig. 3 SpMM operation with vector-wise sparsity

그림 4 채널 교환 기법의 일반적인 과정

Fig. 4 General process of the channel permutation method
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이후, 추출된 두 개의 채널을 바꾸어 각 파티션에 할당

하였을 때, stripe 내 불필요한 가중치의 수가 균형이 

맞춰지면 두 채널의 파티션을 바꾸고 아닌 경우는 원래

대로 되돌리게 된다. 이 기법은 오직 2개의 채널만 추출

하여 점차 최적의 채널 순서를 찾아가기 때문에 최적화 

과정에서 지역 최소값에 빠질 위험이 있다.

3. Hierarchical N:M Sparsity

3.1 HiNM Sparsity를 위한 SpMM 연산

CUDA 프로그래밍 모델은 GPU 커널을 thread block,

warp, thread로 세분화하여 관리한다. 각 thread block은

여러 warp로 구성되며, 이들은 NVIDIA GPU의 Streaming

Multiprocessor (SM)에서 실행된다. Warp는 32개의 

thread로 구성되며, CUDA에서 연산을 수행하는 기본 

단위로 작동한다. CUDA 프로그래밍에서는 이러한 계층

적 구조를 고려한 설계가 중요하다.

NVIDIA GPU의 메모리 계층은 글로벌 메모리, 공유 

메모리, 레지스터로 구성된다. 글로벌 메모리는 모든 

SM에 의해 공유되는 대용량 메모리이지만 접근 시간이 

긴 단점이 있다. 반면, 공유 메모리는 각 SM에 할당되

어 각 thread block의 warp들에게 공유된다. 이 후, 실

제 연산은 각 쿠다 코어 혹은 텐서 코어에서 레지스터

를 통해 warp 단위로 진행된다.

그림 5은 HiNM sparsity 기반의 SpMM 연산 과정

을 보여주며, 이 연산은 메모리 계층 구조와 CUDA 프

로그래밍 모델을 함께 고려해야 한다. HiNM sparsity

패턴의 메모리 저장 방식에 따라, 가중치는 글로벌 메모

리에 벡터 및 NM 인덱스를 통해 압축된 형태로 저장되

어 있다. 글로벌 메모리에서 각 블록에 해당하는 가중치

는 공유 메모리에 로드되고 입력은 해당 블록의 소프트

웨어 기반 인덱싱을 통해 공유 메모리에 로드 된다. 이 

후 공유 메모리에 로드 한 데이터는 thread block에 할

당된다. 그림 5의 ①를 보면, 가중치는 두 개의 블록으로

나뉘어져 있고, 각 블록은 서로 다른 thread block들에 

할당되어 각각 공유 메모리에 로드되는 것을 볼 수 있다.

공유 메모리에서는 thread block의 warp의 개수에 따

라 각 warp가 할당 받는 데이터를 결정하게 된다. 예를 

들어 그림5의 ②에서는, 한 개의 thread block이 2개의 

warp로 구성되어 있으며, 첫 번째 warp는 첫 두 행을 

처리하고, 두번째 warp는 다음 두 행을 처리하도록 할당

되었다. 그림 5의 ③에서, 해당 warp는 공유 메모리에서 

레지스터로 mma.sp 명령어가 요구하는 데이터를 로드하

고, mma.sp 명령어를 통해 STC에서 연산을 수행한다.

mma.sp 명령어는 STC에서 warp 단위로 N:M sparsity

기반 SpMM 연산을 수행하는 명령어이다. 그림 6는 

mma.sp 명령어의 예시를 보여주는데, m16n8k32는 16×16

크기의 가중치와 32×8 크기의 입력을 한 개의 warp가 

레지스터로 로드한다는 것을 의미한다. 이 때, 가중치의 열

의 개수와 입력의 행의 개수가 다른 이유는 입력을 STC

내에서 하드웨어 인덱싱을 통해 선택하기 때문이다.

3.2 GPU 커널 구현

본 논문에서는 CUDA 프로그래밍 모델의 계층적 구조

를 고려하여 thread block에 할당되는 block tile, warp에

할당되는 warp tile, 그리고 mma.sp 명령어가 요구하는 

크기의 mma tile이라는 세 가지 주요 tile을 활용한다.

그림 7은 HiNM 기반 SpMM 연산을 수행하는 GPU

커널의 일부를 의사코드 형식으로 보여준다. 가중치와 

입력을 글로벌 메모리로부터 공유 메모리로 로드 할 때

는 vectorized load를 통해, 메모리 대역폭을 최적화한

다 (코드라인 3∼4). 반면, H/W index를 공유 메모리로 

로드 할 때는 각 16개의 index(2bit)가 INT형으로 저장

그림 5 HiNM 희소성 기반 SpMM 연산

Fig. 5 HiNM sparsity-based SpMM

그림 6 mma.sp 명령어

Fig. 6 Mma.sp instruction
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되어 있어서 한 블록 당 가져오는 H/W index의 크기

가 상대적으로 작기 때문에 vectorized load를 활용하지 

않는다 (코드라인 5). 가중치와 입력을 공유 메모리에서 

레지스터로 전달할 때는 ldmatrix 명령어를 이용한다.

ldmatrix 명령어는 mma.sp 명령어와 동일하게 warp

단위로 동작하는 명령어로, mma.sp 명령어에서 요구하는

데이터 레이아웃에 따라 레지스터에 불러올 수 있다. 세

부적으로, mma.sp 명령어는 가중치 행렬은 row major

로, 입력은 column major로 처리한다. 이 때문에, 입력

을 column major로 바꾸기 위해, ldmatrix 명령어에 

“trans”라는 동작을 추가하여 이를 맞춰준다 (코드라인 

10∼11, 14∼15). 이후, mma.sp 명령어를 사용하여, STC

에서 SpMM 연산를 수행한다 (코드라인 16∼20).

4. 2-axis Channel Permutation

본 논문에서 제안하는 2-axis Channel Permutation

(2CP) 기법은 출력 채널의 순서를 변경하는 output channel

permutation (OCP)와 입력 채널의 순서를 변경하는 

input vector permutation (IVP)로 이루어져 있다.

그림 8은 2CP 기법의 과정을 설명한다. 그림 8의 위쪽

의 처음 행렬은 벡터의 크기가 2일 때, HiNM pruning

기법을 적용한 가중치 행렬을 나타내고 있다. 그리고 행

렬의 요소의 수치는 각 가중치 요소의 중요도를 나타내고 

진하게 표현된 가중치 요소가 중요한 가중치 요소임을 나

타내고 있다. 2CP 기법의 OCP 기법은 중요하지 않은 가

중치 요소들이 벡터 단위로 모이도록 순서를 변경하기 때

문에 기존 가중치 행렬보다 제거되는 중요도 수치가 낮아

진 것을 볼 수 있다. 하지만 그림8을 보면 OCP 기법만 

적용한 후 N:M sparsity를 적용하여 압축하게 되면 

stripe 간 uniform sparsity 문제를 해결하지 못하여 여

전히 중요한 weight가 제거되는 모습을 볼 수 있다.

한편, IVP 기법은 VW pruning 기법에서 선택되어 

살아남은 벡터들의 위치, 즉 벡터 인덱스의 순서를 변경

하여 uniform sparsity 문제를 해결한다. 벡터 인덱스는 

출력 채널들을 벡터 크기만큼 묶은 블록 단위로 이루어

져 있기 때문에 같은 블록에 있는 벡터들 간 IVP 기법

을 적용한다. 그림8의 하단에서 볼 수 있듯이, IVP를 

적용한 후의 가중치 행렬은 중요도가 높은 가중치가 제

거되지 않는 결과를 보여준다.

4.1 Output Channel Permutation (OCP) 기법

OCP는 출력 채널의 순서를 재정렬하여, 중요하지 않

은 가중치 요소들이 벡터 단위로 모이도록 한다. 이러한 

재정렬은 VW pruning을 진행 시 중요한 가중치 요소

를 최대한 보존하게끔 한다.

그림 9에서 보듯이 OCP 기법에서는 먼저, 각 파티션

에서 무작위 출력 채널을 하나씩 선택하여 추출하는 샘

플링 과정을 거친 후, 추출된 출력 채널들과 파티션 간

의 모든 조합에 대한 비용 행렬을 만든다. 이 비용은 출

력 채널이 파티션에 속하였을 때, VW pruning에 의해 

제거되는 요소들의 합으로 측정한다. 이것은 추출된 출

력 채널과 파티션 조합이 중요하지 않은 가중치 요소들

을 얼마나 많이 벡터 단위로 묶을 수 있는 지를 의미한

다. 그림 9을 보면, 각 파티션 P i에서 한 개의 출력 채

널 ci을 샘플링 하고 비용 함수를 통해 비용 행렬을 계

산한다. 그림에서는 두 번째 파티션과 세 번째 채널 간

그림 7 HiNM 기반 SpMM 연산의 의사코드

Fig. 7 pseudocode of HiNM based SpMM

그림 8 2-axis 채널 교환 기법

Fig. 8 Two-axis channel permutation method
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의 비용을 구하는 예시를 보여준다.

마지막 할당 과정에서는 계산된 비용 행렬에 헝가리안 

알고리즘을 사용하여 채널들과 파티션의 조합이 최소 비

용을 가질 때를 찾고 이 때 찾아진 조합으로 채널을 파

티션에 할당하게 된다. 이 최적화 과정은 반복적으로 수

행된다. 그림 9에서 비용 행렬이 헝가리안 알고리즘을 통

해 비용이 최소가 되는 조합을 초록색으로 표현하였다.

OCP 기법의 이점은 파티션과 출력 채널 사이의 모든 

경우의 수를 비용 행렬로 나타내고 최소 비용이 되는 

조합을 찾기 때문에 점진적을 비용이 줄어드는 방향으

로 최적화가 가능하다. 또한, 샘플링 과정에서 모든 파

티션 마다 한 개의 채널을 추출하기 때문에, 지역 최소

값에 빠질 위험이 적다.

4.2 Input Vector Permutation (IVP) 기법

딥 러닝 모델에서 출력 채널과 입력 채널의 순서를 동시

에 변경하게 되면 레이어 간 채널의 순서를 동일하게 맞추

기 위한 추가적인 연산을 진행해야 한다. 예를 들어, n번째 

레이어의 가중치의 출력 채널의 순서를 바꾸게 되면 n+1번

째 레이어의 가중치의 입력 채널의 순서를 이에 맞추어 변경

해야 한다. 하지만, n+1번째 레이어의 가중치의 입력 채널 

역시 input channel permutation에 의해 순서가 변경되

었기 때문에 이 두 순서를 맞춰줄 필요성이 있다.

반면, 2CP 기법은 먼저 가중치를 VW pruning 방식

으로 압축한 후 input channel permutation을 진행하게 

된다. 이로 인해 2CP 기법 중 IVP 기법은 가중치의 입

력 채널의 순서를 변경하는 것이 아닌 벡터 인덱스의 

순서만을 변경하기 때문에 레이어 간 채널의 순서를 맞

추기 위한 추가적인 연산이 필요하지 않다.

또한, IVP 기법은 벡터 인덱스의 순서를 조정하기 때

문에, 블록 별로 인덱스의 순서를 다르게 가져갈 수 있

다. 이는 입력 채널보다 작은 벡터 단위로 최적화할 수 

있기 때문에 N:M sparsity의 uniform sparsity 문제를 

기존보다 효과적으로 해결할 수 있다.

그림 10은 input permutation을 채널 단위로 진행할 

때와 벡터 단위로 진행하였을 때의 차이점을 보여주고 

있다. 그림 10(a)에서 입력 채널의 순서를 변경할 때는 

입력 채널은 4개의 가중치 요소를 한 번에 이동시켜야 

하지만, 그림 10(b)의 IVP 기법에서는 벡터를 구성하는 

2개의 가중치 요소만 이동시키기 때문에 stripe 간 중요 

가중치를 더욱 고르게 분포할 수 있다.

5. 실 험

실험에서는 ResNet 모델[10]을 대상으로 제안하는 기

법의 정확도와 지연 시간을 측정하였다. VW pruning에 

사용한 벡터의 크기는 32를 사용했다.

우선 제안한 permutation 기법이 정확도를 얼마나 향

상시키는 지 확인하고, 이어서 지연 시간 측면에서 HiNM

pruning 기법이 N:M pruning 기법 대비 얼마나 우수

한 지 측정하였다.

5.1 2-axis Channel Permutation의 efficacy

본 논문에서는 2CP 알고리즘의 성능을 측정하기 위

해 efficacy라는 단위를 정의한다. Efficacy는 다음과 같

은 수식으로 나타난다.

그림 9 출력 채널 교환의 과정

Fig. 9 Process of output channel permutation

그림 10 입력 채널 단위 교환과 입력 벡터 단위 교환 

Fig. 10 Input channel permutation and input vector
permutation



590 정보과학회논문지 제51권 제7호(2024. 7)

(1)

이 때, 는 벡터나 stripe와 같은 sparsity 패턴

에 대한 제약도 고려하지 않고 각 출력 채널 마다 동일

한 개수의 가중치 요소를 제거하여 출력 채널 간 균형

만을 고려한 기법을 적용했을 때의 가중치 합이다. 이것

은 HiNM pruning 기법을 통해서 달성 가능한 최적의 

결과를 가정하기 위해 사용하였다. |Wsp|는 가중치에 2CP

기법을 먼저 적용하고 HiNM pruning을 적용하였을 때

의 중요도 합을 나타내고, |Ws|는 가중치에 2CP 기법을 

사용하지 않고 HiNM pruning을 적용하였을 때의 중요

도 합을 나타낸다. 결국, Efficacy는 2CP 기법이 중요하

지 않은 가중치 요소들을 얼마나 잘 벡터 단위로 묶는 

지와 stripe 간 중요 가중치 분포의 균형을 맞추는 지를 

측정하는 지표이다.

실험에는 pytorch[11]에서 제공하는 사전에 학습된 

ResNet 18 모델의 각 레이어의 가중치를 사용하였다.

실험에서 OCP, IVP, 2CP는 각각 가중치에 HiNM

pruning을 진행하기 전에 어떤 permutation 기법을 사

용하였는지를 나타낸다.

실험 결과, OCP만 적용한 경우 모든 레이어의 평균 

efficacy는 13.8%에 불과했다. 이는 OCP 기법만으로는 

N:M sparsity의 uniform sparsity 문제를 해결하지 못

한다는 것을 확인할 수 있다. 반면, IVP 가법만 적용했

을 때의 모든 레이어의 평균 efficacy는 45.9%로, OCP

기법만 적용한 경우에 비해 높게 측정되었다. 이는 IVP

기법이 블록 단위로 진행되므로 각 stripe의 uniform

sparsity 문제를 상당히 완화시킬 수 있는 것을 보여준

다. 마지막으로, 2CP 알고리즘 전체를 적용하였을 때 

모든 레이어의 평균 efficacy는 59.8%로 측정되었다. 이 

결과는 OCP와 IVP가 함께 사용될 때 서로의 효과를 

상호 보완하여 효율성을 높인다는 것을 확인할 수 있다.

5.2 2CP 기법을 이용한 HiNM pruning의 정확도

본 논문은 2CP 기법을 HiNM을 적용한 모델에 활용하

였을 때, 정확도를 측정하기 위해 ResNet18과 ResNet50

모델을 사용했다. 데이터셋은 ImageNet을 사용하였고 

모델의 모든 가중치를 2CP 기법을 통해 채널의 순서를 

재정렬 시킨 뒤, 다양한 압축 비율로 HiNM pruning을 

진행했다. 이후, 모델을 50 epoch 만큼 finetuning을 했다.

그림 12는 다양한 압축률에서 ResNet18 모델과 

ResNet50모델의 정확도를 나타낸다. 이 때, dense는 압

축하지 않은 모델의 정확도를 나타내고, HiNM w/ 2CP

와 HiNM w/o 2CP 는 각각 2CP 기법을 활용하였을 

때와 활용하지 않았을 때의 정확도를 나타낸다. 실험 결

과, 75% 압축률에 대하여, ResNet18모델과 ResNet50

모델에서 2CP 기법을 적용한 경우가 2CP 기법을 적용

하지 않은 경우에 비해 각각 5.12%, 4.21%만큼 정확도

가 향상되었다. 그 결과, 압축하지 않은 모델과 정확도

가 각각 0.85%와 1.09% 밖에 차이 나지 않는다.

5.3 HiNM 기반 SpMM 연산의 지연 시간

본 논문은 GPU에서 HiNM sparsity기반 SpMM 연

산의 지연 시간을 측정하기 위해 NVIDIA의 A100

GPU 1대에서 성능을 측정하였다. 가중치의 크기와 입

력의 크기는 각각 1024×K와 K×1024로 설정하였고 K

는 1024, 2048, 4096으로 설정하였다. HiNM 기법의 성

능을 cuBLAS 및 N:M sparsity 기반 SpMM 연산과 

비교했다. cuBLAS는 텐서 코어에서 기존 GEMM 연산 

API인 cublasGemmEx를 사용하였고, N:M sparsity와 

HiNM sparsity는 Sparse Tensor Core에서 1장과 3장

에서 설명한 SpMM 연산 커널을 구현하였다. 이 때, 모든

데이터 타입은 FP16을 사용하였다. HiNM sparsity에서 

vector sparsity는 50%로 설정하여, 2단계의 pruning

후에 sparsity는 75%가 되며, 32와 64의 2 가지 vector

의 크기에 따라 성능을 측정하였다.

그림 12은 왼쪽부터 cuBLAS를 사용한 GEMM 연산,

N:M sparsity 기반 SpMM 연산, 벡터의 크기(32, 64)

로 사용한 HiNM sparsity기반 SpMM 연산의 지연 시간

을 다양한 K값에 따라 나타낸다. 먼저, N:M sparsity에

서 지연 시간은 cuBLAS에 비해 약 33% 감소하였다. 반

면 HiNM sparsity기반 SpMM 연산 시간은 cuBLAS

에 비해 벡터의 크기가 32일 때는 약 49%, 64일 때는 

약 53% 감소하였다. 위 실험을 통해, HiNM sparsity를 

그림 11 channel permutation의 efficacy 비교 

Fig. 11 Comparison of channel permutation efficacy

그림 12 ResNet 모델들의 정확도

Fig. 12 Accuracy of ResNet models



Hierarchical N:M Sparsity를 통한 DNN 모델 가속화 591

활용하였을 때, 다양한 압축률을 제공하면서 Sparse

Tensor Core를 활용할 수 있는 가능성을 제시한다.

6. 결 론

본 논문은 N:M sparsity의 고정된 압축률과 모든 

N:M stripe가 uniform sparsity를 가지는 문제점을  

hierarchical N:M (HiNM) sparsity와 2-axis Channel

Permutation (2CP) 알고리즘을 통해 해결했다. 특히,

소프트웨어 기반 vector index와 하드웨어 기반 NM

index를 함께 사용하는 HiNM sparsity를 위한 SpMM

연산을 위한 GPU 커널을 제시하였다.
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