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Octave-YOLO: 실시간 객체 탐지를 위한
직접적 다중 스케일 특징 융합

(Octave-YOLO: Direct Multi-scale Feature Fusion for
Object Detection)

신 상 준 † 신 동 군 ††

(Sangjune Shin) (Dongkun Shin)

요 약 최근 객체 탐지 분야에서는 다양한 크기의 객체를 감지하기 위하여 여러 스케일의 특징 맵들

을 융합하는 다중 스케일 특징 융합을 위한 많은 연구가 진행되고 있다. 이러한 다중 스케일의 특징맵을 

융합하기 위해, FPN(Feature Pyramid Network)이나 PANet(Path Aggregation Network) 등의 다양한 

네트워크 구조가 제시되었다. FPN을 개선한 PANet은 하향식 경로뿐만 아니라 상향식 경로를 추가하여 

객체 탐지 분야에서 큰 성능 향상을 이루었다. 그러나 기존 PANet에서의 다중 스케일 특징 융합을 위한 

업스케일링 또는 다운스케일링 과정은 원래 특징 맵에서 보존된 저수준 또는 고수준 정보의 손실을 야기

했다. 본 논문에서는 옥타브 합성곱(Octave Convolution)을 통한 별도의 처리 없이 다양한 크기의 특징 

맵을 원활하게 융합할 수 있는 Octave C2f 모듈을 제안하여 정확성을 향상시키고 계산 복잡도를 줄였다.
PASCAL VOC 및 MS COCO 데이터 세트를 사용한 실험 결과, YOLOv8 기본 모델과 비교하여 개선된 

정확성과 감소된 계산 작업량 및 매개변수 개수를 확인할 수 있었다.
키워드: 객체 탐지, YOLO, octave convolution, 다중 스케일 특징 융합 

Abstract In object detection research, multiscale feature fusion—combining feature maps of
different scales to detect objects of varying sizes—has become a critical focus. Network structures like
Feature Pyramid Networks (FPNs) and Path Aggregation Networks (PANets) have been developed to
address this challenge. PANet, an enhancement of FPN, integrates both top-down and bottom-up
pathways, leading to significant improvements in object detection performance. However, during
multiscale feature fusion, PANet’s upscaling and downscaling processes can result in the loss of crucial
low- or high-level information from the original feature maps. In this paper, we introduce the Octave
C2f module, which employs octave convolution to seamlessly fuse feature maps of different sizes
without the need for additional processing. This innovative approach enhances accuracy while reducing
computational complexity. Experimental results on the PASCAL VOC and MS COCO datasets
demonstrate improved accuracy, reduced computational effort, and a decrease in parameter count
compared to the default YOLOv8 model.
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1. 서 론

드론, 얼굴 인식, 자율 주행 등 다양한 분야에서 사용

되는 객체 탐지 기술은 이미지 내에서 객체의 위치를 

식별하고 클래스를 분류하는 기술이다. 이 중 YOLO 시

리즈는 가장 광범위하게 활용되고 있는 대표적인 객체 

탐지기 중 하나이다. 2015년 YOLO[1]가 처음 등장한 

이후, YOLO 시리즈는 지속적으로 개선되어왔으며, 2023

년에 등장한 가장 최신 모델인  YOLOv8[2]까지 이어져

왔다. YOLO 구조는 특징 추출을 위한 백본(Backbone)

계층, 다양한 규모의 특징 맵을 처리하고 통합하는 넥

(Neck) 계층, 그리고 객체 분류 및 경계 상자 좌표를 

추론하는 헤드(Head) 계층으로 이루어져 있다.

초기의 YOLO 시리즈인 YOLOv3[3]에서는 다중 스

케일의 특징 맵을 융합하는 넥 계층에 Feature Pyramid

Network (FPN)[4] 구조를 사용하였다. 일반적인 CNN

모델은 객체 탐지를 위해 백본 네트워크의 마지막 합성

곱 계층의 특징 맵에만 의존하는 경우가 많아 다양한 

크기의 객체를 감지할 때 유연성이 떨어졌다. 그러나 

FPN은 하향식 경로를 통해 여러 합성곱 계층의 특징 

맵을 통합하여 다양한 크기의 물체를 감지할 수 있도록 

함으로써 이러한 한계를 해결했다. YOLOv4[5]의 넥 계

층에서는 하향식 경로와 상향식 경로를 모두 통합하는 

Path Aggregation Network(PANet)[6] 구조를 도입했

다. PANet은 저수준 및 고수준 특징 맵을 완전히 통합

하여 특징 맵의 세부사항과 표현력을 향상시킴으로써 

다양한 규모의 객체에 대한 적응성을 개선했다. 하지만 

이러한 접근 방식은 다양한 크기의 특징 맵 간의 정보

를 교환하는 데 어려움이 있었다. 특히 업샘플링 또는 

다운샘플링을 통한 특징 맵 크기 조정은 원래 해상도에

서 중요한 특징 정보가 손실될 위험이 있다.

본 논문에서는 현재 가장 좋은 성능을 보이고 있는 

객체 탐지 네트워크인 YOLOv8을 기반으로 넥(Neck)

계층을 개선한 Octave-YOLO를 제안한다. Octave-YOLO

는 업샘플링이나 다운샘플링 등 별도의 처리 없이 다양한

크기의 입력 및 출력이 가능한 옥타브 합성곱 (Octave

convolution)을 사용하여 YOLOv8의 PANet을 향상시켜

다양한 크기의 입력과 출력을 직접적으로 융합할 수 있다.

2. 관련 연구

객체 탐지는 주어진 입력 이미지에서 객체의 위치를 

파악하고 동시에 해당 객체의 클래스를 분류하는 것을 

목표로 한다. 최근에는 객체 탐지 문제를 해결하기 위해 

다양한 딥러닝 기반의 접근 방식이 제안되고 있다. 이러한

접근 방식은 크게 2-stage detector와 1-stage detector

의 두 가지로 분류 할 수 있다.

2-stage detector는 순차적으로 영역 제안을 통해 영

역을 추출하고, 이후 추출된 영역 안에서 클래스를 추론

하는 R-CNN[7] 구조를 기반으로 한다. 이후 R-CNN을

개선하여 더 효율적인 모델인 fast R-CNN[8], mask

R-CNN[9], cascade R-CNN[10]등이 제안되었다. 이러

한 2-stage detector는 성능이 매우 우수하지만 지연 

시간이 너무 길어 실시간 객체 탐지에는 사용하기 어렵

다는 문제가 있었다.

이러한 문제를 극복하기 위해 제안된 SSD[11], YOLO[1],

RetinaNet[12] 등의 1-stage detector는 2-stage detector

에 비해 정확도는 약간 떨어지지만, 훨씬 빠른 추론으로 

속도 개선을 이루었다. 이들은 영역 제안과 클래스 분류

를 분리하지 않고 하나의 회귀 문제로 취급한다.

최근 몇 년간 개발된 객체 감지기는 백본 계층과 헤드

계층 사이에 중간 특징 맵을 수집하는 넥 계층을 추가

하였다. 이러한 넥 계층은 Feature Pyramid Network

(FPN)[3], Path Aggregation Network(PANet)[4],

BiFPN[13], NAS-FPN[14] 등이 포함되며, 중간 특징 

맵들을 통합하여 특징 맵의 세부사항과 표현력을 향상

시키는 역할을 수행한다.

CNN 기반 감지기 이외에도 최근 연구에서는 트랜스포

머 기반 감지기 또한 등장했다. Detection Transformer

(DETR)[15]는 기존 CNN 기반 객체 탐지기에서 널리 

사용되는 앵커(Anchor)나 중복된 경계 상자를 제거하기 

위한 Non-maximum Suppression(NMS) 등의 전처리 

및 후처리 작업을 사용하지 않아 객체 검출 파이프라인

을 단순화하고, 하나의 네트워크만을 사용해 추론을 하

는 End-to-end 객체 검출을 구현했다. 그 결과 CNN

기반 객체 탐지기보다 훨씬 높은 정확도를 달성하였으

나, 트랜스포머의 높은 계산 비용으로 인해 실시간 객체 

감지를 구현하기는 어려웠다. RT-DETR[16]과 같은 일부

실시간 객체 탐지기가 제안되었지만, 트랜스포머 기반 

객체 탐지기는 대규모의 사전 학습된 백본 없이 새로운 

분야에 적용하기 매우 어렵기 때문에 여전히 실시간 객

체 탐지 분야에서는 YOLO 시리즈가 활약하고 있다.

3. 배 경

3.1 YOLOv8

YOLOv8[2]은 YOLO 시리즈의 최신 모델이며, 본 연

구의 기준선으로 사용되었다. YOLOv8의 필수 구성 요

소는 YOLOv5[17]의 C3(Convolution 3) 모듈을 개선한 

C2f(Convolution 2 fast) 모듈이다. YOLOv5의 백본인 

CSPDarkNet에서 사용된 C3 모듈은 Cross-Stage

Partial Network(CSPNet)[18]에서 제안된 CSP 구조를 

3개의 합성곱(Convolution) 계층으로 구현하여 정확도

를 유지하면서도 연산량을 줄여 좋은 결과를 얻었다.
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YOLOv8 백본 계층은 ELAN[19] 모듈에서 도입한 

개념과 일치하는 C2f 모듈을 채택했다. C2f 모듈은 그

림 1과 같이 1×1 커널을 사용하는 2개의 합성곱 계층과 

3×3 커널을 사용하는 일련의 합성곱 계층을 가진 병목

(Bottleneck) 블록으로 구성되어 C3모듈보다 빠른 속도

로 연산을 수행할 수 있다. 모듈의 입력 특징 맵은 두 

부분으로 나뉘는데, 하나는 병목 블록을 우회하고 다른 

하나는 병목 블록을 통과한다. 병목 블록을 통과하며 연

속된 각 합성곱 계층의 출력은 결합(Concatenate)되어 

누적된다. 병목 블록을 모두 통과한 후, 이렇게 누적된 

특징 맵들은 마지막으로 병목 블록을 우회한 특징 맵과

도 결합되어 최종 1×1 합성곱 계층을 거쳐 C2f 모듈의 

출력 특징 맵이 된다.

객체 탐지기의 백본은 여러 개의 합성곱 계층으로 구

성된다. 계층이 깊어질수록 특징 맵은 점점 더 추상화되

고, 다운샘플링으로 인해 특징 맵의 해상도가 감소하여 

공간 정보뿐만 아니라 세밀한 특징도 손실될 수 있다.

미세한 특징을 보존하기 위해 YOLOv3[3]에는 FPN

이 도입되었다. FPN은 넥(Neck)에 하향식 경로를 추가

하여 동일한 크기의 특징 맵들을 병합한다. 그러나 모델

이 깊어질수록 하위 계층에 위치한 특징 맵은 상위 계

층에 도달하기 위해 더욱 긴 경로를 거쳐야 한다. 이로 

인해 여러 계층을 통과하며 저수준 정보가 손실 될 수 

있다.

이러한 문제를 극복하기 위해 YOLOv8의 넥 계층에

는 PANet 구조가 도입되었다. YOLOv4에서 처음 도입

된 PANet은 YOLOv3의 FPN 구조를 개선한 구조이다.

저수준 특징 맵을 고수준 특징 맵에 완전히 융합하기 

위해 상향식 경로뿐만 아니라 하향식 경로도 추가했다.

그림 2에서 볼 수 있듯이 YOLOv8의 넥에는 각 경로

에는 두 개의 C2f 모듈이 있다.

하향식 경로의 C2f 모듈 ③은 백본으로부터 두 가지 

크기의 특징 맵을 수신한다. 먼저 작은 크기의 특징 맵

은①에서 최근접 이웃 보간법을 통해 업샘플링되어 큰 

크기의 특징 맵과 동일한 해상도로 맞춰진 뒤, ②에서 

결합되어 ③의 입력으로 주어진다. C2f 모듈 ⑥는 백본

으로부터 큰 크기의 특징 맵을, ③으로부터 작은 크기의 

특징 맵을 받는다. ③으로부터 받은 작은 크기의 특징 

맵은 ④에서 업샘플링 되고, ⑤에서 백본으로부터 받은 

큰 크기의 특징 맵과 결합되어 ⑥의 연산을 진행한다.

이러한 방법은 업샘플링으로 인해 작은 스케일의 정보

를 가진 특징 맵이 큰 스케일의 병목 블록을 통과하게 

되므로 계산 비용이 증가한다.

또한 상향식 경로의 C2f 모듈 ⑨는 하향식 경로의 ⑥

으로부터 큰 크기의 특징 맵을, ③으로부터 작은 크기의 

특징 맵을 받는다. 큰 크기의 특징 맵은 보폭이 2인 합

성곱 계층인 ⑦을 통과하여 다운샘플링한 된 후, ⑧에서 

작은 크기의 특징 맵과 결합하여 ⑨의 입력으로 사용된

다. 마지막으로 C2f 모듈 ⑫는 ⑨로부터 큰 크기의 특징 

맵을, 백본으로부터 작은 크기의 특징 맵을 받는다. 마

찬가지로 ⑩에서 다운샘플링 된 큰 크기의 특징 맵은 

⑪에서 작은 크기의 특징 맵과 결합되어 ⑫의 입력으로 

사용된다. 그러나 이는 다운샘플링으로 인해 큰 스케일

의 특징 맵의 정보의 손실을 야기할 수 있다.

3.2 옥타브 합성곱

컴퓨터 비전 알고리즘의 효율성과 정확성을 향상하기 

위해 등장한 옥타브 합성곱(Octave Convolution)[20]은 

다양한 주파수의 특징을 추출하면서도 계산 비용을 줄

일 수 있다. 일반적으로 자연물을 촬영한 이미지는 부드

럽게 변화하는 구조를 표현하는 낮은 공간 주파수 요소

와 빠르게 급격히 변화하는 미세한 세부 사항을 표현하

그림 1 C2f 모듈의 세부 구조

Fig. 1 Detailed structure of C2f module 그림 2 YOLOv8의 넥(Neck) 구조

Fig. 2 Neck structure of YOLOv8
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는 높은 공간 주파수 요소로 구성된다. 또한, 이미지의 

해상도에 따라 포함되는 공간 주파수 요소가 달라진다.

네트워크가 더 깊어짐에 따라, 특징 맵의 해상도는 줄

어든다. 이 경우 원본 이미지 내 객체의 세부 정보를 명

확하게 표현하기 어려워진다. 대신 윤곽과 구조적인 특성

이 나타난다. 이는 낮은 주파수 이미지 범주에 속한다.

반면, 얕은 깊이에서 추출된 특징 맵은 더 큰 해상도

를 가지며 객체의 세부 정보가 더 명확하게 나타난다.

이는 높은 주파수 이미지의 범주에 속한다.

옥타브 합성곱은 고해상도의 고주파수 및 저해상도의 

저주파수 특징 맵 간의 상호 작용 및 융합을 포함하며,

그 구조는 그림 3에 나타나 있다. 녹색 화살표는 정보의 

업데이트를 나타내며, 빨간색 화살표는 서로 다른 주파

수 간의 정보 교환을 나타낸다. 옥타브 합성곱의 출력은 

식(1) 및 식(2)와 같이 나타낼 수 있다.

   → →

   →     → 

   → →

   →      →  

여기서  →는 특징 맵 그룹 간의 합성곱 업데이트를

나타낸다.  →와 →은 같은 주파수의 특징 맵 그룹 내

업데이트를 나타내며,  →과  →은  다른 주파수의 

특징 맵 그룹 간의 상호작용을 나타낸다. 는 매개

변수 를 가지고 있는 합성곱을 나타내고,  

는 커널 크기 × 및 보폭  를 사용한 평균 풀링 

연산을 나타낸다.   는  배수 최근접 이

웃 방법을 통한 업샘플링 연산을 나타낸다.  in은 옥타

브 합성곱의 전체 입력 특징 맵의 채널 수를 나타내고,

 out 은 옥타브 합성곱의 전체 출력 특징 맵의 채널 수

를 나타낸다. 
in은 저주파수 입력 특징 맵에 할당된 채

널의 비율을 나타내고, 은 저주파수 출력 특징 맵에 

할당된 채널의 비율을 나타낸다.

옥타브 합성곱은 전통적인 합성곱 연산을 대체할 수 

있으며, 일반적으로 더 높은 성능을 달성하면서도 연산

량을 줄일 수 있다. 이는 원본 특징 맵 대비 크기가 1/4

인 저주파 특징 맵이 원본 특징 맵 채널의 일부분을 차

지하기 때문이다.

4. 본 론

4.1 Octave-YOLO

그림 4은 본 논문에서 제안된 Octave-YOLO의 전체

적인 구조를 보여준다.

해당 네트워크의 구조는 원본 YOLOv8 구조에서 넥

을 개선한 것이다. 네트워크의 백본 구조는 스템(Stem)

계층과 4단계 스테이지로 구성된다. 스템 계층는 보폭이 

2인 합성곱 계층이다. 각 스테이지 블록은 마찬가지로 

보폭인 2의 합성곱 계층을 가지고 있으며, 이들은 특징 

맵의 크기를 줄이는 다운샘플링 모듈로 활용된다. 백본

에서 전달된 특징 맵은 Octave C2f 모듈을 통해 넥에

서 융합된다. 기존 YOLOv8과 달리 Octave-YOLO의 

개선된 넥 구조는 특징 맵의 크기 조절 없이 다양한 스

케일의 입출력을 가질 수 있는 Octave C2f 모듈을 통

해 추가 연산이나 정보 손실 없이 효율적으로 특징을 

융합할 수 있다. 마지막으로 헤드 계층은 넥으로부터 융

그림 3 옥타브 합성곱 계층의 세부 구조

Fig. 3 Detailed structure of octave convolution

그림 4 Octave-YOLO의 전체 구조

Fig. 4 Overall architecture of Octave-YOLO

그림 5 Octave-YOLO의 넥 구조

Fig. 5 Neck structure of Octave-YOLO
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합된 특징 맵을 입력받아 객체의 클래스, 크기, 위치를 

예측한다.

Octave-YOLO의 자세한 넥 구조는 그림 5에 나와 

있다. 업샘플링 계층이나 다운샘플링 계층, 또는 결합 

계층 없이 크기가 다른 특징 맵을 직접 융합하기 위해 

Octave C2f 모듈을 사용한다. 우리는 각각 하향식 경로

와 상향식 경로에 사용되는 Octave C2f_Downpath와 

Octave C2f_Uppath라는 두 가지 종류의 Octave C2f

모듈을 설계했다.

4.2 Octave C2f Module

기존의 C2f 모듈은 전통적인 합성곱 연산을 사용했기 

때문에 다양한 크기의 피처 맵을 융합하는 데 한계가 

있었다. 이러한 한계를 해결하기 위해 우리는 옥타브 합

성곱을 통해 C2f 모듈을 개선하여 업샘플링이나 다운샘

플링 없이도 다양한 크기의 피처 맵을 직접 연결할 수 

있는 Octave C2f 모듈을 고안했다.

4.2.1 Octave C2f_Downpath

하향식 경로에서 사용되는 Octave C2f_downpath 모

듈은 서로 다른 크기의 입력 특징 맵을  직접 처리하며,

이는 그림 6 (a)에 표시되어 있다. 먼저  값이 0.5인 

옥타브 합성곱 계층을 통해 크기가 다른 특징 맵 간에 

정보 교환이 이루어진다. 그 후 크기가 큰 특징 맵만 병

목 블록을 통과하고 작은 특징 맵은 그대로 유지된다.

마지막으로 병목 블록을 통과한 작은 특징 맵과 큰 특

징 맵을 모두 활용하여  값이 0인 옥타브 합성곱 계

층을 거쳐 저수준 및 고수준 특징이 융합된 큰 크기의 

특징 맵을 생성한다. Octave C2f_downpath 모듈을 사

용하면 YOLOv8의 하향식 경로의 C2f 모듈과 동일한 

크기와 채널 수를 가진 특징 맵을 생성할 수 있다. 또한 

특징 융합 과정에서 업샘플링 작업 없이 더 작은 크기

의 특징 맵이 직접 통합되므로 더 풍부한 저수준 특징 

정보를 보존하며 동시에 연산량을 줄일 수 있다.

4.2.2 Octave C2f_Uppath

Octave C2f_uppath 모듈은 Octave C2f_downpath

모듈과 마찬가지로 다양한 크기의 입력 특징 맵을 직접 

처리할 수 있으며, 그림 6 (b)에 표시되어 있다.  값

이 0.5인 옥타브 합성곱 계층을 통해 크기가 다른 특징 

맵 간에 정보 교환이 이루어진 뒤, 크기가 작은 특징 맵

이 병목 블록을 통과하고 큰 특징 맵은 그대로 유지된

다. 이후 병목 블록을 통과한 큰 특징 맵과 작은 특징 

맵은  값이 1인 옥타브 합성곱 계층을 통해 다양한 

스케일의 특징이 융합된 작은 크기의 특징 맵을 출력한

다. Octave C2f_uppath 모듈은 YOLOv8의 상향식 경

로를 대체할 수 있으며, 기존 C2f 모듈과 달리 고수준 

입력 특징 맵을 다운샘플링하지 않음으로써 높은 수준

의 특징 정보를 보존한다.

5. 실 험

5.1 실험 환경

본 논문에서는 Octave-YOLO의 성능을 평가하기 위

해 객체 탐지 분야에서 비교를 위해 널리 사용되는데이

터 세트인 PASCAL VOC 및 MS COCO 훈련 및 검

증 데이터 세트를 사용해 500 에포크 동안 네트워크를 

훈련했다.

PASCAL VOC 데이터 세트는 탈 것, 가정용품, 동물 

등을 포함한 20종류의 객체 분류를 가지며, 16,551개의 

학습 이미지와 4,952개의 테스트 이미지로 구성된다.

MS COCO 데이터 세트는 VOC 데이터 세트보다 훨

씬 더 다양한 80종류의 객체 분류가 존재하며, 약 11만 

8천개의 학습 이미지와 4만개의 테스트 이미지를 포함

한다.

학습에는 SGD 옵티마이저를 사용했으며, 학습률은 

코사인 스케줄러를 사용하여 초기 학습률 1e-02, 최종 

학습률 1e-05로 설정했다. 가중치 감쇠는 5e-03이며, 모

멘텀은 0.937로 설정하였다. 또한 배치 크기는 64로, 네

트워크에 입력되는 이미지의 크기는 640×640으로 통일

하여 훈련되었다.

운영체제는 Ubuntu 20.04.1을 사용하였으며, 데스크

톱 컴퓨팅 환경으로 Python 3.10, PyTorch 2.2.0, Cuda

11.7을 사용하였다. 하드웨어는 NVIDIA RTX 4090 그

래픽 카드가 사용되었다. 네트워크의 세부 구현 코드는 

Ultralytics 8.1.24 버전을 기반으로 수정되었다.

모델별 초당 프레임 수(FPS) 측정은 배치 크기가 1

로 측정이 되었으며, 하드웨어는 NVIDIA Titan X 그

래픽 카드가 사용되었다.

5.2 모델별 세부 설정

Octave-YOLO는 YOLOv8-L(Large) 모델을 기반으

로 다양한 크기의 다양한 네트워크 모델을 확장 가능한 

그림 6 Octave C2f 모듈의 세부 구조  

Fig. 6 Detailed structure of Octave C2f module
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방식으로 생성할 수 있다. 이는 C2f 모듈 내부의 병목 

구조의 깊이를 줄이고 합성곱 계층의 채널 수를 줄이는 

것을 포함한다. 그 결과 nano, small, medium, large,

extra large 크기의 5가지 종류의 모델을 만들 수 있다.

Extra large 모델은 가장 강력한 탐지 정확도를 달성

하지만 크기 매개변수가 가장 크고 계산 비용이 가장 

높다. 반면 nano 모델은 파라미터 수가 적고 처리 속도

가 빠르지만 정확도가 떨어진다.

이러한 확장성 덕분에 드론이나 자율주행차와 같은 

엣지 컴퓨팅 장치부터 다중 GPU 서버에 이르기까지 다

양한 환경에서 Octave-YOLO를 활용할 수 있다.

표 1 및 표 2는 다양한 크기의 모델의 세부 구현을 

보여준다. 표1은 백본의 각 스테이지의 출력 채널과 병

목 블록 깊이 n을 보여준다. 예를 들어 large 모델의 경

우 백본의 1단계는 128개의 출력 채널을 가진 합성곱 

계층과 병목 블록이 3번 반복되는 구조를 가진 C2f 모

듈로 구성된다. 표2은 각각 넥에서 하향식 경로와 상향

식 경로를 형성하는 Octave-C2f 모듈의 출력 채널과 

병목 블록 크기 n을 보여준다.

5.3 실험 결과

우리는 YOLO의 최신 버전인 YOLOv8을 기준선으로 

선택했다. 표 3와 표 4에서는 COCO 데이터 세트를, 그

림 7에서는 PASCAL VOC 데이터 세트를 사용하여 학

습을 진행하였으며, Octave-YOLO 모델과 다른 객체 

탐지 모델들 간의 비교 분석을 제시한다.

표 3의 실험은 MS COCO 훈련 데이터 세트를 사용

하여 훈련 후 테스트를 진행했다. nano 모델에서 우리

의 접근 방식은 기준선에 비해 6.67% 더 적은 매개변수

를 사용하고 2.30% 더 적은 계산을 요구하면서 2.1 더 

높은 평균 정밀도(AP)를 보여준다. small 모델은, 우리

의 기법이 매개변수를 6.31% 줄이고, 계산량을 4.89%

줄이며, AP를 1.1 향상시킨다. medium 모델의 경우, 매

개변수 6.20% 감소, 계산량 3.81% 감소, AP 1.1 증가가

표 1 Octave YOLO 모델의 백본 파라미터

Table 1 Octave-YOLO model‘s parameters in the backbone

Model
Size

Stem Stage 1 Stage 2 Stage 3 Stage 4 SPPF

c_out c_out n c_out n c_out n c_out n c_out n

n 16 32 1 64 2 128 2 256 1 1 256
s 32 64 1 128 2 256 2 512 1 1 512
m 48 96 2 192 4 384 4 576 2 2 576
l 64 128 3 256 6 512 6 512 3 3 512
x 64 128 3 256 6 512 6 512 3 3 512

표 2 Octave YOLO 모델의 넥 파라미터

Table 2 Octave-YOLO model‘s parameters in the neck

Model
Size

Top-down Bottom-up
1 2 3 4

c_out n c_out n c_out n c_out n
n 128 1 64 1 128 1 256 1
s 256 1 128 1 256 1 512 1
m 384 2 192 2 384 2 576 2
l 512 3 256 3 512 3 512 3
x 640 3 320 3 640 3 640 3

표 3 COCO 데이터 세트를 통한 YOLOv8과의 비교

Table 3 Comparison with YOLOv8 using COCO dataset

Model #Param. FLOPS  

YOLOv8-N 3.0M 8.7G 35.2%

Octave-YOLO-N 2.8M 8.5G 37.3%

improvement -6.67% -2.30% +2.1

YOLOv8-S 11.1M 28.6G 42.7%

Octave-YOLO-S 10.4M 27.2G 43.8%

improvement -6.31% -4.89% +1.1

YOLOv8-M 25.8M 78.9G 48.3%

Octave-YOLO-M 24.2M 75.9G 49.2%

improvement -6.20% -3.81% +1.1

YOLOv8-L 43.6M 165.2G 50.4%

Octave-YOLO-L 40.7M 159.8G 51.2%

improvement -6.65% -3.27% +1.2

YOLOv8-X 68.2M 257.8G 51.5%

Octave-YOLO-X 63.6M 249.2G 51.9%

improvement -6.74% -3.33% +0.4

표 4 다양한 객체 탐지 모델과의 비교

Table 4 Comparison with various object detectors

Model Backbone FPS  

2-stage detectors

Fast R-CNN VGG16 0.5 19.7%

Faster R-CNN ResNet-101-C4 5 34.9%

Faster R-CNN ResNet-101-FPN 7 36.2%

Mask R-CNN ResNet-101-FPN 8 38.2%

Mask R-CNN ResNet-101-FPN 9 39.8%

Cascade R-CNN ResNet-101-FPN 8 42.8%

1-stage detectors

SSD513 ResNet-101-SSD 19 31.2%

DSSD513 ResNet-101-DSSD 21 33.2%

RetinaNet ResNet-101-FPN 8 39.1%

RetinaNet ResNet-101-FPN 7 40.8%

YOLOv3 Darknet53 35 33.0%

YOLOv4 CSPDarknet53 33 43.5%

YOLOv8-M CSPDarknet53 57 48.3%

Octave-YOLO-M CSPDarknet53 58 49.2%
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관찰되었다. large 모델은 매개변수 6.65%, 계산 3.27%

감소와 함께 AP가 1.2로 성능 향상을 보였다. 또한 

extra large 모델은 AP가 0.4% 증가했으며, 이에 따라 

매개변수와 계산이 각각 6.74%와 3.33% 감소한 것으로 

나타났다.

표 4의 실험에서는 NVIDIA Titan X를 통해 측정한 

다양한 객체 탐지 모델들의 FPS를 비교하였다. 2-stage-

detector들의 실험 결과는 [21]를 참조하였으며, 1-stage-

detector의 실험 결과는 [5]을 참조하였다. 실험 결과에 

따르면, 2-stage-detector들은 대부분 10FPS 이하의 낮은

추론 속도로 인하여 실시간 객체 탐지에서 활용하기 어려

운 모습을 보인다. 반면, 1-stage-detector들은 2-stage-

detector들에 비해 상당히 빠른 추론 속도로 인해 실시

간 객체 탐지에 적합하며, 특히 본 논문에서 제안하는 

Octave-YOLO는 최신 YOLO 모델인 YOLOv8과 약간 

더 빠른 추론속도와 함께 정확도 개선을 함께 이루었다.

그림 7의 실험은 PASCAL VOC 훈련 데이터 세트를 

사용하여 YOLOv5 및 YOLOv8와의 비교를 제공한다.

전체적으로 Octave-YOLO는 YOLOv5 및 YOLOv8 보다

연산량 및 정확도 측면에서 모두 우수한 성능을 보인다.

5.4 시각화 및 비교

이 분석에서는 VOC2007 테스트 세트에서 추출한 이

미지를 사용하여 YOLOv8-S와 Octave-YOLO-S의 객

체 감지 성능을 비교한다. 우리는 다양한 장면과 객체 

범주에 따른 차이를 조사했다.

그림 8에서 볼 수 있듯이 버스가 차도에 주차되어 있

고 오른쪽 멀리 자동차가 보인다. YOLOv8은 멀리 있

는 자동차를 감지하지 못하였지만, Octave-YOLO는 성

공적으로 식별했다.

그림 9에서는 여러 사람이 테이블 주위에 앉아 있고 

사람과 물체들의 경계 상자가 겹쳐 있다. Octave-YOLO

는 겹친 물체들과 식탁 위의 병까지 감지하는 모습을 

보이지만, YOLOv8은 사람은 성공적으로 탐지하였지만 

겹친 물체들을 식별하는 데는 어려움을 겪었다.

그림 10는 야간에 촬영된 사진을 탐지한다. 이를 통해 

저조도 환경에서 사람 이외의 물체를 감지하는 데 있어 

YOLOv8의 한계를 확인할 수 있다. 반대로 Octave-YOLO

는 열악한 조명 환경에서도 소파, 식탁, 병과 같은 물체

를 식별하는 데 강력한 성능을 보인다.

6. 결 론

본 논문에서는 YOLOv8 모델을 기반으로 구축된 다중

그림 7 VOC 테스트 데이터 세트를 통한 YOLO 시리

즈 간 비교

Fig. 7 Comparison of YOLO series using VOC test
dataset

그림 8 YOLOv8과 Octave-YOLO의 객체 탐지 비교 

시나리오 1

Fig. 8 Object detection comparison scenario 1 with
YOLOv8 and Octave-YOLO

그림 9 YOLOv8과 Octave-YOLO의 객체 탐지 비교 

시나리오 2

Fig. 9 Object detection comparison scenario 2 with
YOLOv8 and Octave-YOLO

그림 10 YOLOv8과 Octave-YOLO의 객체 탐지 비교 

시나리오 3

Fig. 10 Object detection comparison scenario 3 with
YOLOv8 and Octave-YOLO
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스케일 객체 탐지기인 Octave-YOLO를 제안한다. 우리

는 특히 YOLOv8 모델의 넥 아키텍처를 집중적으로 개

선했다. 기존 C2f 모듈을 활용한 넥은 크기가 다른 맵 

간의 특징 융합을 용이하게 하기 위해 업샘플링 또는 

다운샘플링을 통해 특징 맵의 크기를 조정해야 했다.

이러한 문제를 극복하기 위해 우리는 옥타브 합성곱

을 YOLOv8의 C2f 모듈에 통합한 Octave C2f 모듈을 

제안했다. Octave C2f 모듈을 사용하면 다양한 크기의 

특징 맵 간에 해상도를 변경하지 않고도 원활한 정보 

교환이 가능하다. 결과적으로 Octave-YOLO는 보다 포

괄적인 특징 정보를 결합하여 다양한 크기의 물체를 감

지하는 능력을 크게 향상시킨다.

PASCAL VOC 및 MS　COCO 데이터 세트를 사용

한 실험에서 Octave-YOLO는 기준이 되는 YOLOv8

모델보다 뛰어난 성능을 보였다. 평균적으로 약 6%의 

파라미터 크기 감소에도 불구하고 Octave-YOLO는 5

가지 크기의 모델에서 YOLOv8 보다 모두 우수한 성능

을 보였다.

또한 시각화를 통해 실제 물체 감지 작업에서 Octave-

YOLO가 YOLOv8에 비해 우수한 성능을 보인다는 것

을 확인할 수 있다. 특히 Octave-YOLO는 YOLOv8와 

달리 작은 크기의 물체와 경계 상자가 겹치는 물체를 

효과적으로 감지하는 성능을 보인다.

제안하는 방법에서는 옥타브 합성곱의 저주파수 입력  

비율 및 출력 비율인 in과 을 0.5로 고정하여 사용

하였다. 향후 연구로 이 비율의 조정을 통해 더욱 다양

한 크기와 다양한 구조의 모델을 확장 가능하도록 하여 

임베디드 기기부터 다중 GPU 서버까지 다양한 분야에

서 실시간 객체 탐지를 가능하게 하는 방법의 연구를 

계획하고 있다.
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